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Résumé

Ce mémoire présente une approche basée sur I'apprentissage profond (Deep Learning)
pour l'identification des classes d'’ARN codants et non codants. L'ARN est une molécule
essentielle dans la biologie, et sa classification en ARN codants (ARNm) et ARN non codants
est cruciale pour comprendre les mécanismes de régulation génétique. Dans ce travail, nous
avons utilisé deux ensembles de données : un ensemble d’/ARN non codants provenant de la
base de données Rfam, et un ensemble d'’ARN codants provenant de la base de données RefSeq.
Les données ont été prétraitées pour les rendre compatibles avec les algorithmes
d'apprentissage automatique, notamment en utilisant I'encodage one-hot, le padding et le
tokenizer. Ensuite, un modéle d'apprentissage en Deep Learning a été construit en utilisant une
architecture de réseau de neurones convolutionnels (CNN) avec des couches d'embedding, de
convolution, de max pooling et de classification. Le modele a été entrainé sur les données
d'’ARN codants et non codants, en utilisant une répartition des données avec 90% pour
I'apprentissage et 10% pour les tests. Les performances du modele ont été évaluées en utilisant
la mesure de précision (accuracy), qui représente le pourcentage de prédictions correctes par
rapport au nombre total d'instances. Les résultats obtenus ont démontré une précision élevée
sur les données d'entrainement (99,99%) et sur les données de test (99,87%), ce qui indique
une performance prometteuse du modéle dans I'identification des classes d'’ARN codants et non
codants. En conclusion, cette approche basée sur I'apprentissage profond offre une méthode
efficace pour l'identification des classes d'’ARN codants et non codants. Les résultats obtenus
suggerent que cette approche pourrait étre utilisée dans des études plus larges et pour I'analyse
de grandes quantités de données d'ARN, contribuant ainsi a une meilleure compréhension des

mécanismes de régulation génétique.

Mots clés : ARN ; Classification ; Apprentissage profond ; Réseau de neurones

convolutionnels, Encodage one-hot.



Abstract

This thesis presents a deep learning-based approach for the identification of coding and
non-coding RNA classes. RNA is an essential molecule in biology, and its classification into
coding (MRNA) and non-coding RNA is crucial for understanding genetic regulatory
mechanisms. Two datasets were used in this study: a dataset of non-coding RNAs from the
Rfam database, and a dataset of coding RNAs from the RefSeq database. The data was
preprocessed to make it compatible with machine learning algorithms, including one-hot
encoding, padding, and tokenization. Subsequently, a deep learning model was constructed
using a convolutional neural network (CNN) architecture with embedding, convolution, max
pooling, and classification layers. The model was trained on the coding and non-coding RNA
data, using a data split of 90% for training and 10% for testing. The model's performance was
evaluated using the accuracy metric, which represents the percentage of correct predictions
compared to the total number of instances. The results demonstrated high accuracy on the
training data (99.99%) and testing data (99.87%), indicating promising performance of the
model in identifying coding and non-coding RNA classes.In conclusion, this deep learning-
based approach offers an effective method for identifying coding and non-coding RNA classes.
The results suggest that this approach could be utilized in larger studies and for analyzing large

amounts of RNA data, contributing to a better understanding of genetic regulatory mechanisms.

Keywords: RNA; Classification; Deep Learning; Convolutional Neural Networks; One-hot
Encoding.
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INTRODUCTION

La classification est une tache essentielle dans de nombreux domaines, et la biologie ne
fait pas exception. Dans le domaine de I'ARN, la classification est un enjeu majeur pour
comprendre les différentes fonctions de ces molécules clés de la vie cellulaire [1]. Les ARN
peuvent étre classés en deux grandes catégories : les ARN codants, qui sont traduits en
protéines, et les ARN non codants, qui ont des fonctions régulatrices et structurales
importantes [2]. La classification automatique des ARN en ARN codants et non codants est
un défi important dans le domaine de la biologie moléculaire, qui peut étre résolu en utilisant

des techniques de reconnaissance de formes et d'apprentissage approfondi [3].

La classification automatique des ARN est un domaine de recherche en constante
évolution, qui peut contribuer a la compréhension des mécanismes biologiques des ARN [4].
La classification des ARN peut également aider a identifier de nouvelles cibles thérapeutiques

pour le traitement de maladies liées a des anomalies dans les ARN [5].

Dans cette étude, nous allons nous intéresser a la classification des ARN en ARN
codants et non codants en utilisant des techniques de reconnaissance de formes et
d'apprentissage approfondi. Nous allons explorer différentes méthodes de classification, en
nous concentrant en particulier sur les réseaux de neurones, une méthode qui s'est avérée

performante pour la classification d'images et de données de séquences [6].

Notre travail s'inscrit dans le cadre de la classification des ARN en utilisant le Deep
Learning, on vise a classifier les ARN en deux grandes classes : les ARN codants et les ARN
non codants. Le résultat de la classification sera exploité pour comprendre la fonction
biologique de chaque type d'’ARN et pour aider a la découverte de nouveaux ARN ayant des
réles importants dans les processus biologiques. Ce travail a comme objectif de simplifier la
tache aux chercheurs du domaine, ainsi faciliter la compréhension de la fonction des différents
types d’ARN.

Le plan du mémoire est le suivant : la premiére partie se compose de trois chapitres qui
traitent de I'état de l'art dans le domaine de I'ARN. Le premier chapitre aborde I'ARN en détail,
en mettant I'accent sur sa structure, sa fonction et son réle dans la cellule [7]. Le deuxieme
chapitre se concentre sur les classes d'’ARN. Nous explorerons les principales catégories
d'’ARN, en examinant leurs caractéristiques distinctives et leurs fonctions biologiques

spécifiques [8]. Le troisieme chapitre est consacré a I'apprentissage approfondi, une méthode
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d'apprentissage automatique qui a connu des avancées majeures dans le domaine de la biologie.
Nous examinerons les principes fondamentaux de I'apprentissage approfondi et ses applications

specifiques dans I'étude et la classification de I'ARN [4].

La deuxieme partie de ce mémoire fournira une vue d'ensemble compléte de la
recherche en présentant le matériel utilisé, notamment les données biologiques, la machine et
les outils informatiques. Les méthodes appliquées seront également détaillées, en mettant en
évidence les étapes du prétraitement et de l'apprentissage. De plus, les résultats obtenus a partir
du modeéle construit seront exposes. Enfin, la discussion des résultats permettra d'analyser ces
derniers a la lumiére des objectifs de recherche. Les résultats seront interprétés et comparés
avec d'autres études pertinentes qui seront également effectuées afin de mettre en évidence les

points forts, les limitations et les perspectives futures de la recherche.
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L’ARN
1. Définition de PARN
Au cours de notre apprentissage en genétique et en biologie moléculaire, nous avons

été initiés a la notion fondamentale de I'ADN, l'acide désoxyribonucléique, en tant que
molécule de base de la vie. Doté d'un code génétique qui porte l'information dans ses

séquences, I'ADN renferme les instructions nécessaires a la survie de tous les étres vivants

[al.

Cependant, malgré son r6le important, I'ADN ne fonctionne pas en solitaire. Pour que
I'ADN puisse exercer son pouvoir de régulation sur tous les aspects physiques et fonctionnels
de la vie, un systéme extrémement efficace travaille en coulisses, orchestré par une autre

molécule d'acide nucléique : I'ARN (acide ribonucléique).

Dans cette partie, nous nous intéressons a la definition de I'ARN, ses caractéristiques et

son réle fondamental dans la cellule.

L'ARN est un long polymére non ramifié de fragments monophosphate de
ribonucléoside reliés entre eux par des liaisons phosphodiester (figure 1). Les ARN
eucaryotes et procaryotes sont essentiellement des molécules simples brin. Les blocs de
construction de base non assemblés de I'ARN (et de I'ADN) sont appelés nucléotides. Ces
blocs de construction sont constitués de trois composants clés : un pentose (sucre a 5 carbones
; ribose dans le cas de I'ARN, désoxyribose dans le cas de 'ADN), au moins un groupe
phosphate et une base azotée. Une base azotée liée a un sucre pentose est appelée nucléoside.
Lorsqu'un groupe phosphate est ajouté, le composite, un ester de phosphate du nucléoside,
est appelé nucléotide (figure 2) [9].
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Extremite 5

Nucléotide

Extrémice 3'

Figure 01. Structure d'un brin d'/ARN : Chaque groupe phosphate (P) est lié a un sucre (R)

qui est a son tour lié a une base azotée (A, C, G, U).

Phosphate Groups

Pentose Sugar

OH OH =—— RNA

Figure 02. Un bloc d’ARN

Regles de complémentarité des bases azotées dans I'ARN selon la regle de Watson-
Crick :

Les appariements de bases azotées dans I'ARN (tableau 01) suivent la régle de Watson-Crick,

qui se décompose comme suit :
e La base adénine (A) s'associe a l'uracile (U) par deux liaisons hydrogéne (A = U).
e La base guanine (G) s'associe a la cytosine (C) par trois liaisons hydrogene (G = C).

Ces appariements faibles permettent a I'ARN de s'apparier avec lui-méme, formant des

structures en épingle a cheveux, ou de former des liaisons avec dautres ARN, voire avec
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I'ADN [10].

Tableau 01. Les 4 bases azotées de I’ARN [11]

La base azotée Formule Structure Groupes
NH->
N S N
Adénine CsHsNs <"' | )
NN
purines
NH-
N <N
Guanine <f |
CsHsNsO N ,.)
N™ N
NH-
./N =N
Cytosine
7 CaHsNzO <N | P
N™ N
pyrimidines
_ NH
Uracile |
C4H4N202 N o
H

2. Role de PARN
L'acide ribonucléique (ARN) joue un role fondamental au sein de la cellule. Il est

impliqué dans une grande diversité de fonctions essentielles a la vie. L'une de ses principales
fonctions est d'agir comme un messager, permettant la transmission de l'information
génétique contenue dans I'ADN vers les ribosomes, ou elle est traduite en protéines
fonctionnelles. Cependant, I'ARN ne se limite pas uniquement a ce réle de messager. Il est
également impliqué dans la régulation de I'expression des genes, la réplication et la réparation

de I'ADN, ainsi que dans d'autres processus cellulaires importants. [12]
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3. Caractéristiques de PARN

3.1.La synthése de ’ARN
L'ARN est produit par le processus de transcription. La transcription est le mécanisme

par lequel une séquence d'’ARN est synthétisée en copiant la séquence d'un géne spécifique.
Ce processus se décompose généralement en trois étapes : l'initiation, I'élongation et la

terminaison, qui sont schématisées dans la figure 03.

ARN polymérase
Facteurs de transcription /

Promoteur Gene

(a) Initiation.

L il
; khl OT %AP MEEEEN lg

(b) Elongation.

(¢) Terminaison.

Figure 03. Les étapes de la transcription

3.11 Initiation
Durant cette phase, I'ARN polymérase, un complexe protéique, se fixe sur une région

specifique de I'ADN appelée site promoteur, située en amont du gene a transcrire. La liaison
entre I'ADN et I'ARN polymérase permet I'ouverture de la double hélice et catalyse I'insertion

des ribonucléotides pour former un brin d'ARN.

Chez les procaryotes, le site promoteur contient la boite de PRIBNOW, marquant le
début de la transcription. En revanche, chez les eucaryotes et les archées, I'équivalent de la
boite de PRIBNOW est la boite TATA. Ces boites, ainsi que d'autres éléments régulateurs tels
que la boite CAAT, interviennent dans la régulation de la transcription.
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3.1.2 Elongation
Au cours de cette étape, 'ARN polymérase progresse séquentiellement sur le brin

d'ADN codant, de I'extrémité 3' vers l'extrémité 5', qui correspond au brin complémentaire du
brin contenant la séquence a transcrire. Les ribonucléotides sont incorporés de maniére

complémentaire, produisant ainsi une copie conforme de la région a transcrire.

3.1.3 Terminaison
La transcription se termine lorsque I'ARN polymérase rencontre une séquence

spécifique appelée terminateur. Chez les procaryotes, le terminateur est généralement une
région riche en guanine (G) et cytosine (C) qui forme une structure en tige-boucle, suivie
d'une série d'adénines (A) sur I'ADN. Les mécanismes de terminaison de la transcription chez

les eucaryotes sont moins connus [13].

Apreés la formation de I'ARN, commence le processus de maturation de I'ARN, qui fait
référence aux modifications post-transcriptionnelles qui se produisent sur I'ARN
nouvellement synthétisé. Ces modifications sont essentielles pour la stabilité, la fonction et
la régulation de I'ARN.
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La variation dans la formation des séquences d’ARN codants et non codants est
principalement due a des variations genomiques qui se produisent pendant la maturation de
I'ARN [14]. Lors de la maturation, les ARN pré-messagers subissent des processus
complexes, tels que I'épissage [15], la polyadénylation et la modification chimique, qui
déterminent finalement si un ARN pré-messager donnera naissance a un ARN messager

(ARNmMm) codant une protéine ou a un ARN non codant.

Les ARNm sont des ARN pré-messagers qui ont subi des modifications spécifiques et
qui contiennent des régions codantes qui peuvent étre traduites en séquences d'acides amines,
formant ainsi les protéines. Cependant, les ARN non codants sont des ARN pré-messagers
qui ne subissent pas les modifications nécessaires pour étre traduits en protéines, et ils peuvent

remplir diverses fonctions régulatrices ou structurales au sein de la cellule.

Les variations génomiques qui se produisent au niveau des sites d'épissage, des sites de
polyadénylation ou d'autres régions régulatrices peuvent influencer la formation des
séquences d'’ARN codants et non codants, conduisant ainsi a une diversité fonctionnelle dans
le transcriptome. Ces variations génomiques contribuent a la complexité et a la régulation

précise de I'expression des genes dans les organismes vivants [16].

Les ARN se divisent en deux grandes classes, qui sont catégorisées selon leurs fonctions
: les ARN codants (ARNmM) et les ARN non codants [17].

1. ARN codant (ARNm)
Les ARN codants, également appelés ARN messagers (ARNm), sont une classe

specifique d'ARN qui code pour une protéine. Apres la transcription de I'ADN génomique, le
prée-ARNmM est synthétisé et subit un processus d'épissage, au cours duquel les introns sont
éliminés. L'ARNmM mature est ensuite transporté dans le cytoplasme, ou il subit la traduction
en protéine. Les ARNm ne représentent qu'une petite fraction, soit environ 2,3 %, du génome
[18].

L'ARNm est une molécule d'acide ribonucléique (ARN) qui joue un réle d'intermédiaire
dans la synthése des protéines. Il s'agit d'une copie temporaire d'une partie de I'ADN
correspondant & un ou plusieurs genes. L'ARNmM est utilisé par les cellules comme modéle
pour la production de protéines. Le concept d’/ARNM a été proposé et démontré par Jacques
Monod et Frangois Jacob en 1960 [19].
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Chez les eucaryotes, 'ARNmM est généralement monocistronique, ce qui signifie qu'il
correspond a un seul géne et code une seule protéine. Il est composé d'une séquence codante,
qui contient les codons pour les acides aminés, encadrée par des régions non codantes telles
que les régions 5'UTR (non traduite en protéine) et 3'UTR. L'ARNm eucaryote subit
également des processus de maturation, tels que I'ajout d'une coiffe en 5' et d'une queue poly-

A en 3', ainsi que I'épissage des introns pour éliminer les séquences non codantes.

En revanche, chez les procaryotes, I'’ARNm est souvent polycistronique, ce qui signifie
qu'il peut coder plusieurs protéines. Dans ce cas, I'ARNmM contient des régions codantes
successives pour différentes protéines, séparées par des séquences non codantes appelées
régions intergéniques. Les genes adjacents dans I'ARNmM procaryote sont traduits
séquentiellement pour produire les différentes protéines. Dans ces organismes qui n‘'ont pas
de noyau, la transcription des ARNm et leur traduction en protéines sont généralement
couplées [20].

2. ARN non-codant

Les ARN non codants forment une classe diversifiée d'/ARN qui jouent un réle dans la
régulation de I'expression génétique. lls se composent d'un grand nombre d'ARN différents,
chacun ayant des fonctions spécifiques. Leur taille peut varier considérablement. Certains
sont relativement courts, appelés petits ARN non codants (10-200 nucléotides), tandis que
d'autres peuvent étre beaucoup plus longs, connus sous le nom de longs ARN non codants
(des milliers de nucléotides). Cette diversité de tailles refléte la diversité des mécanismes

d'action.

Les ARN non codants se localisent dans le génome de différentes maniéres. lls peuvent
étre présents sur le brin sens ou antisens, chevauchant ou non les exons d'un gene transcrit, et

se trouver dans les introns ou les régions intergéniques (entre deux génes codants) [21].

La classification des ARN non codants se fait en fonction de leur taille. lls se divisent

en deux grandes classes :

2.1. Long ARN non codant (IncRNA)
Les ARN longs non codants (IncRNA) sont une classe d'ARN qui ne code pas

directement de protéines mais ont une fonction régulatrice dans la cellule. lls ont une taille
supérieure a 200 nucléotides et leur localisation peut varier en fonction de leur fonction, se

trouvant soit dans le noyau, soit dans le cytoplasme. Il existe différents types d’/ARN longs
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non codants dans cette classe, dont deux exemples importants sont les ARN ribosomaux
(ARN) et les ARN de transfert (ARNt) [22].

2.1.1. ARNt
Les ARN de transfert (ARNt) sont des molécules d'’ARN présentes dans les cellules et

jouent un réle essentiel dans la synthese des protéines. Chaque cellule contient différentes
especes d'’ARNt qui se distinguent chromatographiquement et ont des longueurs variables de
76 a 90 nucléotides. Environ 400 ARNt ont été identifiés, dont environ 200 ont été purifiés a
partir d'organismes eucaryotes. Environ 50 de ces ARNt sont d'origine organellaire tandis que

les autres sont codés dans le noyau.

Les ARNt présentent une structure et des fonctions conservées chez les bactéries
(procaryotes) et les eucaryotes, a l'exception des ARNt mitochondriaux qui ont des
caracteristiques structurelles différentes en raison de l'utilisation d'un code génétique variant.
La régulation de la transcription des genes d’/ARNt chez les eucaryotes est étudiée afin de
comprendre comment la cellule optimise la traduction de 'ARNmM pour permettre la synthése

des protéines.

La biosynthése de I'ARNIL est essentielle pour assurer la production d'’ARNt correct en
quantités suffisantes pour correspondre aux codons de I'ARNm traduit. La composition en
codons de I'ARNm influence l'efficacité de la traduction et la vitesse délongation du
polypeptide [23].

2.1.2. ARNr

Les ARN ribosomiques (ARNr) sont des molécules d'’ARN présentes dans les
ribosomes, qui sont les structures responsables de la traduction des ARN messagers (ARNm)
en protéines. Les ARNTr jouent un rdle essentiel dans cette activité. Chez les eucaryotes, la
petite sous-unité 40S du ribosome est composée d'un ARNr spécifique appelé 18S, associé a
33 protéines ribosomiques (RPS) constituant la petite sous-unité. La grande sous-unité 60S
est composée de trois ARNr distincts : 5S, 5.8S et 28S, ainsi que de 47 protéines ribosomiques

(RPL) constituant la grande sous-unité.

Les ARNr sont essentiels pour la structure globale du ribosome et son bon
fonctionnement. lls supportent l'activité peptidyl-transférase du ribosome, qui catalyse la

formation des liaisons peptidiques, un processus clé dans la synthése des protéines [24].

10
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2.2.Petit ARN (sncRNA)
Les petits ARN (sncRNA) sont une catégorie d'/ARN de petite taille qui ne codent pas

directement des protéines. Leur taille est généralement d'environ 200 nucléotides. Ils se
localisent a la fois dans le noyau et le cytoplasme des cellules.

Les petits ARN remplissent diverses fonctions, agissant comme des régulateurs de
I'expression génétique en interagissant avec les ARNm et en contrélant leur stabilité ou leur
traduction [25]. Il existe plusieurs types d’ARN dans cette classe, notamment les microARN
(miARN), les snoRNA (small nucleolar RNA) et les piARN (Piwi-interacting RNA) [26].

2.2.1. miARN
Les microARN (miARN) sont de petites molécules d'/ARN d'environ 21 a 23

nucléotides de longueur, découvertes en 1993. lls jouent un rdéle fondamental dans la
régulation post-transcriptionnelle de l'expression des génes en bloquant la traduction des
ARNmM cibles.

Leur propre expression est finement régulée, ce qui leur permet de participer a de

nombreux processus biologiques importants [27].

2.2.2. snoRNA
Les small nucleolar RNA (snoRNA) sont de petits ARN présents dans les nucléoles des

cellules. Ils sont composés de 60 a 300 nucléotides et jouent un réle essentiel dans la
modification et la maturation des ARN ribosomaux, des petits ARN nucléaires et d'autres
ARN cellulaires. Les snoARN se divisent en deux catégories : les snoRNA a boite C/D,
responsables de la méthylation en 2'-O-ribose, et les sSnoORNA a boite H/ACA, qui dirigent la
pseudouridylation des nucléotides [28].

2.2.3. piARN
Les Piwi-interacting RNA (piRNA) sont de petites molécules d’ARN non codant qui

proviennent de transcriptions précurseurs constituées de longues chaines simples. Ces
molécules ont une longueur de 21 a 35 nucléotides et interagissent avec les protéines PIWI
pour former le complexe de silencage des piARN (piRISC). Les piARN jouent un réle
essentiel dans la répression des transposons, la modification des motifs de méthylation de
I'ADN, le silencage des élements transposables, la régulation de l'expression genique et la

lutte contre les infections virales [29].

11
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3. Techniques d’identification d’ARN
Les techniques d'identification de I'ARN ont connu des avancées significatives au fil

des années, ce qui a permis une meilleure compréhension de la diversité et de la fonction des
ARN. Dans cette section, nous présenterons les principales techniques couramment utilisées

pour identifier les ARN (acides ribonucléiques).

3.1 Northern blot
Cette technique classique de détection et de quantification des ARN spécifiques est un

protocole bien établi et largement utilisé dans le domaine de la biologie moléculaire. Elle
comprend plusieurs étapes clés qui permettent une analyse précise des ARN cibles.

Initialement, Northern Blot repose sur I'utilisation de sondes d’/ARN complémentaires
marquées. Ces sondes synthétiques sont congues de maniere a étre complémentaires a la
séquence spécifique des ARN cibles que I'on souhaite détecter. Elles peuvent étre marquées
avec des marqueurs tels que les isotopes radioactifs ou les molécules fluorescentes, ce qui
permet leur détection ultérieure. Une fois les sondes d'/ARN marquées préparées, elles sont
ajoutées a I'échantillon contenant les ARN a analyser. Elles se lient specifiquement aux ARN
cibles présents dans I'échantillon, formant ainsi des complexes d'hybridation. Cette étape est
essentielle car elle permet de cibler exclusivement les ARN d'intérét parmi la multitude
d'’ARN presents dans I'échantillon. Par la suite, les complexes d'ARN hybrides formés sont
soumis a une électrophorése sur gel. L'échantillon est déposé dans des puits d'un gel d'agarose
ou de polyacrylamide, puis une différence de potentiel est appliquée a travers le gel. Les
ARN, qui sont chargés négativement en raison de leur nature d'acide nucléique, migrent a
travers le gel en fonction de leur taille. Cette migration permet de séparer les ARN en fonction
de leur poids moléculaire, les ARN de petite taille se déplacant plus rapidement que ceux de
grande taille. Une fois la séparation par électrophorése terminée, les ARN présents dans le
gel sont transférés sur une membrane solide. Ce transfert est effectué en placant la membrane,
généralement composée de nitrocellulose ou de nylon, sur le gel et en appliquant une pression
ou une électrophorese transversale pour transférer les ARN de maniére efficace. Ce transfert
immobilise les ARN sur la membrane tout en préservant leur position relative par rapport a
leur séparation obtenue sur le gel. Enfin, les ARN immobilisés sur la membrane sont détectés
a l'aide de différentes méthodes. L'autoradiographie est souvent utilisée lorsque des sondes
d'ARN radioactives sont employees. Dans cette méthode, la membrane est exposée a un film

photographique sensible aux radiations émises par les sondes radioactives. Les signaux
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radioactifs se manifestent sous la forme de taches ou de bandes sur le film, indiquant ainsi la
présence des ARN cibles. Lorsque des sondes d'ARN fluorescentes sont utilisées, une
détection directe de la fluorescence peut étre réalisée en utilisant des techniques d'imagerie
appropriées [30].

3.2 RT-PCR (Reverse Transcription - Polymerase Chain Reaction)
La RT-PCR est une technique couramment utilisée en biologie moléculaire pour

amplifier de maniére spécifique les ARN présents dans un échantillon. Cette méthode est

basée sur deux étapes essentielles : la transcription inverse et la polymérase en chaine (PCR).

La premiere étape de la RT-PCR consiste en la transcription inverse, qui convertit les
ARN en ADN complémentaire (ADNCc). Cela est réalisé en utilisant une enzyme appelée
transcriptase inverse, qui synthétise une séquence d'/ADN complémentaire a partir de I'ARN

cible. L'ADNCc est donc une copie de I'ARN d'origine, mais sous forme d'ADN.

Une fois I'ADNc synthétisé, la deuxieme étape de la RT-PCR intervient, qui est la
polymérase en chaine (PCR). La PCR amplifie spécifiquement I'ADNc, en utilisant des
amorces spécifiques qui se lient aux extrémités de la séquence d'’ADNCc cible. Ces amorces
permettent a une ADN polymérase de synthétiser des copies complémentaires de la séquence
d'’ADNC lors de cycles de chauffage et de refroidissement répétés. Ainsi, a chaque cycle, la
quantité d’ADNc est doublée, ce qui conduit a une amplification exponentielle de la séquence

cible.

La technique de RT-PCR présente plusieurs avantages significatifs. Tout d'abord, elle
permet une amplification spécifique des ARN cibles, facilitant ainsi la détection de faibles
concentrations d'ARN spécifiques au sein d'un échantillon complexe. De plus, elle se
caractérise par une grande sensibilité et une grande spécificité, offrant ainsi une méthode

précise pour la détection et la quantification des ARN [31].

3.3 Hybridation in situ
L'hybridation in situ est une technique puissante qui permet la visualisation et la

localisation précise des ARN spécifiques a l'intérieur des cellules ou des tissus. Elle utilise
des sondes d'ADN ou d'’ARN marquées avec des marqueurs fluorescents ou radioactifs, qui

se lient de maniere complémentaire aux séquences d'ARN cibles dans leur emplacement
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naturel. Lors de cette technique, les échantillons cellulaires ou tissulaires sont fixés sur des
supports, tels que des lames de microscope. Les sondes marquées sont ensuite appliquées sur
les échantillons, permettant ainsi leur hybridation avec les ARN correspondants. La
spécificité de cette technique repose sur la complémentarité entre les séquences des sondes et
celles des ARN cibles, ce qui assure une liaison sélective. Une fois I'nybridation réalisée, les
signaux de liaison entre les sondes et les ARN cibles peuvent étre détectés. Si les sondes sont
marquees avec des fluorochromes, une observation au microscope a fluorescence permet de
visualiser les signaux fluorescents émis par les sondes liées aux ARN cibles. Cette approche
offre une excellente résolution spatiale, permettant d'observer la localisation subcellulaire des
ARN d'intérét. A I’inverse, si les sondes sont marquees avec des isotopes radioactifs, la
détection des signaux de liaison peut étre réalisée par autoradiographie. Les rayonnements
émis par les isotopes radioactifs sont captures par un film photographique, produisant des
taches ou des bandes correspondant aux emplacements ou les sondes ont lié les ARN cibles.
L'hybridation in situ permet une analyse directe des ARN dans leur contexte cellulaire ou
tissulaire, sans avoir besoin d'extraire ou d'amplifier les ARN avant I'expérimentation. Cela
garantit la préservation de la localisation et de I'abondance relative des ARN dans leur état
natif. De plus, cette technique offre une grande sensibilité, permettant la détection d'’ARN a
faible niveau d'expression [32].

3.4 RNA-Seq (Séquencage de I'ARN)
Le RNA-Seq, ou séquencage de I'ARN, est une technique avancée permettant de

séquencer lI'ensemble des ARN présents dans un échantillon biologique. Cette methode utilise
les technologies de séquencgage a haut débit pour générer des millions de séquences d'ARN a
partir de I'échantillon étudié. Ces séquences d’ARN sont ensuite alignées sur un génome de
référence approprié afin d'identifier et de quantifier les ARN spécifiques. L'analyse de ces
séquences repose sur leur alignement sur un génome de référence. Cette étape permet
d'associer chaque séquence d'ARN a une position spécifique dans le génome et d'identifier
ainsi I'ARN d'origine. En comparant les séquences alignées avec les annotations génomiques,
il est possible de déterminer les génes exprimés, les isoformes d'’ARN, les variations
géneétiques, etc. En outre, la quantification des ARN peut étre réalisée en mesurant le nombre
de sequences alignées sur chaque gene ou isoforme d'ARN, ce qui permet d'estimer leur

niveau d'expression relatif.

Grace a sa capacité a fournir une vue d'ensemble complete du transcriptome, le RNA-

Seq a révolutionné la compréhension des régulations géniques et des processus biologiques.
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Il a été largement utilisé dans divers organismes, notamment les levures, les plantes, les
animaux et les humains, etc. Finalement, I'analyse par RNA-Seq offre de multiples avantages
par rapport aux methodes traditionnelles de quantification des ARN. Premiérement, elle
permet une couverture exhaustive de I'ensemble du transcriptome, car elle peut détecter et
quantifier tous les ARN présents dans I'échantillon, y compris ceux qui sont peu abondants.
De plus, le sequengage a haut débit genere un grand nombre de séquences, ce qui permet
d'obtenir une représentation précise de lI'expression des ARN dans I'échantillon (figure 04)
[33].

Extraction de 'ARN

Fragmentation de 'ARN — — et

Conversion en ADNc
Ajout de séquences adaptatrices R
Amplification de la librairie

Séquengage .hﬂn %‘ﬁ]
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Génome de référence t L
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Séquences (reads) b e —— — p—p——

des fragments d’ARN ot e e 2 s s e

Alignement des fragments { —H/_

Quantification des transcrits
Epissages alternatifs

Figure 04. Les étapes de la technique de séquengage d’ARN

3.5 Microarray
La méthode de microarray utilise des puces a ADN ou des sondes d'ARN pour

permettre la détection et la quantification simultanée d'un grand nombre d’ARN. Les ARN
cibles sont préalablement marqués et hybridés avec les sondes spécifiques présentes sur la
puce. Cette hybridation se produit lorsque les sondes complémentaires se lient spécifiqguement
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aux ARN cibles. Une fois les ARN cibles hybridés, ils sont détectés en utilisant des techniques
de fluorescence. Dans cette méthode, les puces a ADN ou les sondes d'’ARN contiennent des
séquences complémentaires spécifiques a différents ARN d'intérét. L'échantillon d'ARN a
analyser est généralement marqué avec des fluorochromes ou d'autres marqueurs qui émettent
une fluorescence lorsqu'ils sont excités par une source lumineuse appropriée. Lorsque
I'échantillon d’ARN marqué est appliqué sur la puce ou en présence des sondes d’ARN, une
réaction d’hybridation se produit, permettant aux ARN cibles de se lier spécifiquement aux
sondes correspondantes sur la puce. Apres une étape de lavage pour éliminer les ARN non
liés, la puce est analysée a l'aide d'un scanner a fluorescence. Le scanner détecte la
fluorescence émise par les ARN cibles qui se sont hybridés avec les sondes sur la puce. Les
intensités de fluorescence sont enregistrées et permettent de quantifier la présence et
I'abondance relative des ARN cibles dans I'échantillon. La microarray permet la détection
simultanée de nombreux ARN dans un échantillon, ce qui en fait une approche efficace pour
I'analyse génomique et I'étude des profils d'expression génique. Elle a été largement utilisée
dans des domaines : la génomique fonctionnelle, la recherche sur le cancer, la découverte de

médicaments et d'autres applications en biologie moléculaire et en médecine [34].

3.6 FISH (Fluorescence in situ Hybridization)
La technique de FISH est largement utilisée en biologie moléculaire pour visualiser et

localiser des ARN spécifiques dans les cellules. Cette méthode repose sur I'utilisation de
sondes d'ARN spécifiques, marquées avec des molécules fluorescentes, qui se lient de
maniere complémentaire aux ARN cibles présents dans les cellules. L'hybridation entre les
sondes marquées et les ARN cibles se produit dans les conditions appropriées, ce qui permet
de détecter directement les ARN spécifiques au microscope a fluorescence.

L'avantage fondamental de la technique FISH est sa capacité a fournir une localisation
précise des ARN au sein des cellules, ce qui permet d'étudier leur expression spatiale. Cette
méthode est particulierement utile pour comprendre les processus de régulation génétique,
car elle permet de visualiser I'expression de genes spécifiques dans différents types de cellules
ou de tissus. Pour réaliser une expérience de FISH, les cellules sont généralement fixées sur
une lame de microscope et traitées avec des sondes d’ARN marquées spécifiques. Apres
I'nybridation, les échantillons sont soumis a une série de lavages pour éliminer les sondes non
liées, puis ils sont observes au microscope a fluorescence. Les signaux fluorescents provenant

des sondes liees aux ARN cibles sont détectés et peuvent étre enregistrés par imagerie. Les
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images obtenues fournissent des informations précieuses sur la localisation et la distribution
des ARN spécifiques dans les cellules étudiées. Cette technique peut étre utilisée dans divers
domaines de recherche, dans I'¢tude du développement embryonnaire, la caractérisation des
tumeurs, l'identification de microorganismes spécifiques et I'analyse des interactions entre les
génes et les protéines. Elle offre également la possibilité d'observer les changements
dynamiques de I'expression des ARN au fil du temps [35].
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L’APPRENTISSAGE APPROFONDI

1. Définition de I’apprentissage approfondi

L'apprentissage profond, également connu sous le nom de deep learning, est une
approche de I'apprentissage automatique qui vise a modéliser des abstractions de haut niveau
a partir de données en utilisant des réseaux de neurones profonds. Il s'agit d'une branche de
I'intelligence artificielle qui vise a créer des modéles capables d'apprendre et de prendre des

décisions de maniére autonome en traitant de grandes quantités de données.

Au cours des derniéres années, l'apprentissage profond a connu une popularité
croissante en raison de sa capacité a traiter des données complexes et non structurées telles
que des images, des textes ou des signaux audio. Il a été appliqué avec succes a de nombreux
domaines, y compris la reconnaissance d'images, la compréhension du langage naturel, la
traduction automatique, la reconnaissance vocale, la recommandation de produits, la

prédiction de séries temporelles, et bien d'autres.

Une caractéristique clé de l'apprentissage profond est l'utilisation de réseaux de
neurones profonds, qui sont des architectures composées de multiples couches de neurones
artificiels. Chaque couche traite les données recues de la couche précédente et les transforme
a l'aide de fonctions non linéaires. Ces couches successives permettent au réseau de capturer
des niveaux d'abstraction de plus en plus élevés, ce qui lui confére une capacité

d'apprentissage et de généralisation puissante.

L'apprentissage profond repose généralement sur des modéles d'apprentissage
supervisé, ou le réseau est entrainé sur un ensemble de donnees étiquetées pour apprendre a
effectuer des prédictions précises. Cependant, des approches d'apprentissage non supervise,
telles que les réseaux de neurones autoencodeurs ou les réseaux de neurones génératifs, sont
également utilisées pour découvrir des structures et des représentations cachées dans les

données.

En bioinformatique et en médecine, l'apprentissage profond a été appliqué a diverses
taches, telles que I'analyse de séquences d'ADN et d'ARN, la prédiction de structures de
protéines, le diagnostic médical a partir d'images médicales, la découverte de médicaments et
la médecine de précision. Ces applications ont montré des améliorations significatives par
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rapport aux approches traditionnelles, ce qui a suscité un grand intérét dans la communauté

scientifique et médicale [36].

2. Les réseaux neurones
Un réseau de neurones est un systéme interconnecté d'unités de traitement, inspiré de

maniére genérale par le fonctionnement des neurones biologiques. Il est composé de plusieurs

¢léments de traitement simples appelés nceuds ou unités (figure 05).

La capacité de traitement du réseau est stockée dans les poids des connexions entre ces
unités, qui sont ajustés lors d'un processus d'apprentissage a partir d'un ensemble de modeles

d'entrainement.

La mise en ceuvre d'un réseau de neurones comprend généralement les étapes suivantes

- Acquisition de I'ensemble de données d'entrainement et de test : Les données
utilisées pour entrainer et évaluer le réseau sont collectées et préparées.

- Entrainement du réseau : Les poids des connexions entre les unités du réseau sont
ajustés en utilisant un algorithme d'apprentissage. Cela implique de présenter les
données d'entrainement au réseau, de calculer les sorties prédites et de comparer ces
prédictions aux sorties attendues, puis d'ajuster les poids en fonction de I'erreur
obtenue.

- Prédiction avec les données de test : Une fois que le réseau est entraing, il peut étre
utilisé pour effectuer des prédictions sur de nouvelles données (les données de test)

en utilisant les poids ajustés.

Les réseaux neuronaux profonds, également appelés réseaux neuronaux profonds, sont
des types spécifiques de réseaux de neurones qui sont composés de plusieurs couches de
neeuds. Ces réseaux utilisent différentes architectures et techniques pour résoudre des
problémes complexes dans divers domaines, tels que la vision par ordinateur, le traitement
du langage naturel, la reconnaissance de motifs, etc. Les réseaux neuronaux profonds ont
montré des performances impressionnantes dans de nombreuses applications et ont contribué

aux avancées récentes de l'apprentissage en profondeur [37].
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Figure 05. Exemple d’un réseau de neurone artificiel

3. Les architectures des réseaux neuronaux les plus utilisées

3.1.Réseau neuronal convolutif (Convolutional Neural Network)
Les réseaux neuronaux convolutifs (CNN) sont des architectures de réseaux neuronaux

qui tirent leur inspiration du fonctionnement du cortex visuel du cerveau. lls sont congus pour
la perception et lI'analyse de données structurées, telles que des images ou des signaux
temporels. Les CNN sont caractérisés par un flux d'informations unidirectionnel, allant des
entrées aux sorties, et sont particulierement adaptés au traitement de données avec une

structure de grille, comme les images.

Les CNN sont composés de plusieurs couches qui se succedent. Les principales couches
sont les couches de convolution et de pooling (ou sous-échantillonnage). Les couches de
convolution appliquent des filtres sur les données d'entrée pour extraire des caractéristiques
locales, tandis que les couches de pooling réduisent la dimension spatiale des données en

sélectionnant les valeurs les plus importantes. Ces couches de convolution pooling sont
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souvent regroupées en modules, et plusieurs modules peuvent étre empilés pour former un

réseau profond.

Ensuite, les sorties des couches convolutives sont généralement connectées a des
couches entierement connectées, similaires aux réseaux neuronaux classiques, qui effectuent
des opérations de classification ou de prédiction finale. L'apprentissage des CNN se fait par
rétropropagation du gradient, ou les poids des connexions sont ajustés pour minimiser lI'erreur

entre les prédictions du réseau et les étiquettes de sortie attendues.

Les CNN ont connu un grand succes dans des taches telles que la reconnaissance
d'images, la détection d'objets, la segmentation d'images et le traitement du langage naturel.
Leur capacité a extraire automatiquement des caractéristiques pertinentes a partir des donnees

en fait des outils puissants pour des problémes complexes [38].

3.2.Autoencodeur (Autoencoder)
L'objectif principal des autoencodeurs est d'apprendre une représentation comprimée

des données qui capture les caractéristiques les plus importantes. En réduisant la
dimensionnalité des données, les autoencodeurs peuvent étre utilisés pour extraire des
caractéristiques pertinentes et effectuer des taches telles que la compression de données, la

détection d'anomalies ou la génération de données synthétiques.

Les autoencodeurs parcimonieux sont une variation des autoencodeurs dans laquelle
une contrainte est imposée pour encourager certaines unités a étre inactives ou a produire des
valeurs proches de zéro. Cette contrainte favorise I'émergence de représentations plus
parcimonieuses, c'est-a-dire des représentations qui ne sont activées que pour un sous-
ensemble restreint des données. Cela peut étre utile pour la sélection automatique des

caracteristiques les plus discriminantes et pour améliorer l'interprétabilité des modéles.

Les autoencodeurs sont largement utilisés dans divers domaines, tels que la vision par
ordinateur, le traitement du langage naturel, la recommandation de produits et la détection
d'anomalies [39].

3.3.Machine de Boltzmann restreinte (Restricted Boltzmann Machine ou RBM)

La machine de Boltzmann restreinte (Restricted Boltzmann Machine ou RBM) est un
type de réseau neuronal artificiel utilisant un algorithme d'apprentissage non supervisé pour
construire des modeéles génératifs non linéaires a partir de données non étiquetées [40]. Son
fonctionnement repose sur l'idée d'entrainer le réseau a maximiser une fonction (telle qu'un

produit ou un logarithme) de la probabilité d'un vecteur dans les unités visibles, afin de
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reconstruire probabilistiquement I'entrée. Ainsi, la RBM apprend la distribution de probabilité

des données d'entrée.

La RBM se compose de deux couches : la couche visible et la couche cachée. Chaque
unité de la couche visible est connectée a toutes les unités de la couche cachée, tandis qu'il
n'existe pas de connexions entre les unités de la méme couche. Cette architecture permet a la
RBM de capturer des relations complexes entre les variables d'entrée et d'apprendre des

représentations efficaces des données en extrayant des caractéristiques significatives.

L'apprentissage de la RBM se fait par itérations, ou les activations des unités visibles
sont propagées aux unités cachées, puis les activations des unités cachées sont rétropropagees
aux unités visibles. Ce processus d'activation et de rétropropagation permet a la RBM
d'ajuster les poids des connexions afin de reconstruire de maniére probabiliste les données
d'entrée. Une fois entrainee, la RBM peut étre utilisée pour générer de nouvelles données

similaires a celles sur lesquelles elle a été formée.

Les RBM ont été largement utilisées dans des applications telles que la recommandation
de produits, la classification de textes, la détection d'anomalies, etc. Elles ont également été
combinées avec d'autres architectures de réseaux neuronaux, comme les réseaux de neurones

profonds, pour améliorer les performances dans des taches plus complexes.

3.4.Mémoire a court et long terme (Long Short-Term Memory ou LSTM)
LSTM (Long Short-Term Memory) est une implémentation spécifique des réseaux

neuronaux récurrents (RNN) qui a été proposée pour la premiére fois par Hochreiter et al. en
1997 [33]. Il se distingue par sa capacité a conserver la connaissance des états antérieurs, ce
qui le rend adapté aux taches nécessitant une mémoire a long terme ou une conscience de
I'état [34]. Les LSTM sont particulierement efficaces pour apprendre a partir de données
d'entrée séquentielles et pour construire des modéles qui tirent parti du contexte et des états
précedents. Le bloc cellulaire d'un LSTM conserve les informations pertinentes des états
précedents. Les portes d'entrée, d'oubli et de sortie regulent les flux de données entrant dans
la cellule, ce qui est conservé dans la cellule et les valeurs de la cellule utilisées pour calculer
la sortie du bloc LSTM respectivement [42,43].

L'objectif de la formation des architectures d'apprentissage en profondeur est
d'optimiser les parametres de poids dans chaque couche. Dans un réseau de neurones profond,

chaque couche traite les informations transmises par la couche précédente en combinant des
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fonctionnalités plus simples pour en créer de plus complexes. Cela permet d'apprendre les

représentations hiérarchiques les plus appropriées a partir des données [44].

4. Le processus de I’apprentissage approfondi dans le cas de Classification des
séquences
Le processus d'apprentissage approfondi (Deep Learning, DL) dans le cas de la

classification des séquences comprennent plusieurs étapes essentielles pour créer un modele

efficace. Ces étapes peuvent étre décrites comme suit :

a) Collecte et préparation des données : Cette étape consiste a collecter les données
nécessaires pour l'entrainement et le test du modéle de classification. Les données doivent
étre nettoyées, prétraitées et divisées en ensembles d'entrainement, de validation et de test
[45].

b) Choix de I'architecture du modeéle : Le choix de I'architecture du modéle est crucial pour
la classification des séquences. Il peut s‘agir d'un réseau de neurones convolutif (CNN) pour
la classification d'images, d'un réseau récurrent (RNN) ou d'un réseau LSTM pour la
classification de séquences temporelles. L'architecture choisie dépend de la nature des

données et du probleme de classification spécifique [46].

¢) Entrainement du modele : Cette étape implique lI'entrainement du modele en utilisant les
données d'entrainement. Le modéle est exposé aux données et ajuste ses paramétres pour
minimiser l'erreur de prédiction. L'optimisation est généralement réalisée a laide

d'algorithmes de descente de gradient, tels que la rétropropagation [47,48].

d) Validation du modele : Le modéle entrainé est évalué a l'aide des données de validation.
Cela permet de mesurer sa performance et d'ajuster les hyperparametres si nécessaire. La
validation croisée peut également étre utilisée pour evaluer la robustesse du modele en le

testant sur plusieurs ensembles de validation [49].

e) Evaluation du modele : Une fois que le modgle est entrainé et validé, il est évalué a l'aide
des données de test. Cela permet de mesurer sa performance réelle sur des données inconnues.
Les métriques d'évaluation, telles que I'exactitude, la précision, le rappel et la F-mesure, sont

utilisées pour évaluer la qualité des prédictions du modele [50].
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f) Interprétation des résultats : Les résultats obtenus par le modéle sont interprétés et
analysés pour comprendre les facteurs qui influencent la classification. Cela peut inclure
I'identification des caractéristiques importantes, la visualisation des activations du modele ou
I'analyse des erreurs de classification afin d'améliorer le modéle et de mieux comprendre le

probléme étudié [51].

5. Les applications de deep learning en biologie
Avec le développement de la recherche, de nombreux algorithmes d'apprentissage

profond appliqués aux structures de données des réseaux biologiques qui contiennent
beaucoup d'informations entre les organismes. L'exploration des réseaux biologiques est
importante pour comprendre la corrélation interne des biomolécules, la découverte de

médicaments, le traitement des maladies et le mécanisme d'action des micro-organismes [52].

Dans cette section, I'application de l'apprentissage en profondeur peut étre présenté dans
les réseaux biologiques par le biais de la recherche de données génomiques, de la recherche
de données protéomiques, de la recherche de données transcriptomiques, de la découverte de
médicaments, de la biologie des maladies et de la recherche de données sur le microbiome,

etc. il est présenté dans la figure 06.
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Figure 06. Les applications de I’apprentissage approfondi dans les données biologiques
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e Engénomique

L'apprentissage approfondi permet dannoter plus précisément les régions
fonctionnelles du génome en reconnaissant les motifs et les caractéristiques associés a ces
régions. De plus, il est utilisé pour classifier les variants génétiques en fonction de leur impact
sur la fonction protéigque ou leur association avec des maladies, ce qui permet d'identifier plus
efficacement les variants pathogénes. L'apprentissage approfondi peut également prédire la
structure tridimensionnelle de I'ADN et de I'ARN a partir des séquences génomiques,
fournissant ainsi des informations précieuses sur les interactions moléculaires et les régions
fonctionnelles. De plus, il est utilisé pour reconnaitre les motifs régulateurs dans les séquences
génomiques, aidant ainsi a prédire les régions régulatrices et a mieux comprendre le contréle
de l'expression des genes. L'utilisation de l'apprentissage approfondi dans la génomique
permet une analyse et une interprétation plus avancées des données génomiques, contribuant
ainsi a une meilleure compréhension du génome, a l'identification de variants génétiques
pathogénes et a des avancées significatives dans les applications meédicales et

biotechnologiques [53].

e En protéomique

L'utilisation de l'apprentissage approfondi dans le domaine de la protéomique a
révolutionné la prédiction de la structure des protéines. Grace a des décennies de recherche
et de développement, les méthodes statistiques ont évolué vers des techniques d'apprentissage
automatique de plus en plus complexes, pour finalement adopter les méthodes d'apprentissage
profond. Ces dernieres années, les réseaux neuronaux convolutifs, récurrents et a propagation
avant ont été largement utilisés pour capturer des informations structurales complexes a
différents niveaux de détail. Ces avancées ont permis d'obtenir des prédictions de plus en plus
précises et fiables sur la structure des protéines. L'apprentissage profond a également permis
d'explorer les annotations de structure des protéines a une et deux dimensions, en passant des
méthodes statistiques simples aux algorithmes sophistiqués et intensifs en calcul. En outre,
les bases de données protéiques ont considérablement augmenté en taille, fournissant ainsi
des ensembles de donnees plus riches pour l'apprentissage des modeles d'apprentissage
profond. Gréce a cette approche, il est maintenant possible d'exploiter les connaissances sur

I'évolution et la co-évolution pour améliorer les prédictions de la structure des protéines.
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L'apprentissage approfondi joue donc un réle central dans les pipelines de prédiction des
structures protéiques, ouvrant la voie a de nouvelles opportunités et défis passionnants dans

le domaine de la protéomique [54].

e En biologie moléculaire

L'apprentissage approfondi est utilisé pour prédire la structure des protéines a partir de
leur séquence d'acides aminés, ce qui est essentiel pour comprendre leur fonction et leur
interaction avec d'autres molécules. Cela aide a la conception de médicaments ciblés et a la
recherche de nouvelles cibles thérapeutiques. Ensuite, il est utilisé pour l'annotation
fonctionnelle des génomes en identifiant les régions reégulatrices, les promoteurs et d'autres
éléments importants dans la régulation de Il'expression génique. Cela permet de mieux
comprendre les mécanismes de régulation et de prédire la fonction des genes. De plus, cet
apprentissage est utilisé dans le domaine de la classification cellulaire, pour identifier et
caracteriser différents types cellulaires a partir de données de transcription, d'imagerie et de
cytométrie en flux. Cela aide a comprendre la diversité cellulaire et les interactions cellulaires
au sein des tissus et des organes. Finalement, I'apprentissage approfondi joue un réle
important dans la prédiction et le diagnostic des maladies. 1l permet de développer des
modeles de prédiction de maladies a partir de données cliniques et moléculaires, ce qui peut
contribuer a un diagnostic précoce et a des interventions thérapeutiques plus précises [55].

e En microbiologie

L'apprentissage approfondi peut étre utilisé pour classifier le microbiome et effectuer
des analyses taxonomiques en se basant sur les données génomiques des microorganismes.
Cela permet d'identifier et de caractériser les différentes populations microbiennes présentes
dans un échantillon. De plus, lI'apprentissage approfondi contribue a I'étude de I'écologie
microbienne en analysant les données environnementales et les profils métaboliques des
microorganismes. Il permet de révéler des interactions complexes et des dynamiques
difficilement détectables par les méthodes traditionnelles. En ce qui concerne les pathogenes
et I'épidémiologie, l'apprentissage approfondi aide & la détection et a la prédiction des
maladies infectieuses. En analysant des données cliniques et génomiques, il permet

d'identifier les marqueurs de virulence des pathogénes, de prévoir I'évolution des épidémies
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et de développer des stratégies de prévention. Enfin, l'apprentissage approfondi accélere la
découverte de médicaments antimicrobiens en analysant de vastes bases de données
chimiques et en predisant l'activité antimicrobienne de nouvelles molécules. En résume,
I'apprentissage approfondi offre des avantages considérables a la microbiologie en exploitant
les données massives disponibles et en améliorant notre compréhension des microorganismes

et de leur impact sur les écosystemes et la santé humaine [56].

e En bioinformatique

Dans le domaine des omiques, il est utilisé pour l'analyse des données massives de
séquencage génomique, de séquencage d'ARN et de protéomique. L'apprentissage approfondi
permet d'identifier des motifs complexes dans les séquences d’ADN et d'’ARN, de prédire la
structure tridimensionnelle des protéines, d'annoter les genes et de découvrir de nouvelles
associations génetiques avec des maladies. En ce qui concerne I'imagerie biomédicale, le deep
learning est utilisé pour l'analyse d'images médicales telles que les radiographies, les IRM et
les scans CT. Il permet la détection automatique de Iésions, la segmentation des tissus, la
classification de différentes pathologies et la prédiction de résultats cliniques. Il permet
également I'analyse d'images cellulaires, permettant de caractériser et de classer différents
types de cellules et de suivre leur évolution au fil du temps. Dans le domaine du traitement
des signaux biomédicaux, cet apprentissage est utilisé pour I'analyse de signaux tels que
I'électrocardiogramme (ECG), I'électroencéphalogramme (EEG) et d'autres signaux
physiologiques. Il permet la détection automatique de motifs et de caractéristiques dans les
signaux, la classification de maladies, la prédiction de résultats cliniques et l'aide au
diagnostic médical. Il est également appliqué a I'analyse des réseaux biologiques, en aidant a
comprendre les interactions entre les génes, les protéines et les voies biologiques. Il permet
la prédiction de nouvelles interactions protéine-protéine, l'identification de régulateurs clés et

la modelisation des réseaux de régulation géenétique [57].

e En médecine

L'utilisation de l'apprentissage approfondi dans la biologie et la médecine permet de
combiner des données complexes et riches en informations pour résoudre des problémes

spécifiques. Les algorithmes d'apprentissage approfondi ont montré des résultats
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impressionnants dans ces domaines, offrant de nouvelles perspectives pour la classification
des patients, la compréhension des processus biologiques fondamentaux et I'amélioration des
traitements. Bien que I'apprentissage approfondi n'ait pas encore révolutionne la biomédecine
ni résolu tous les défis majeurs, il représente un outil prometteur pour accélérer les enquétes
humaines et apporter des changements significatifs tant en laboratoire que dans les soins aux
patients. Les avancées dans ce domaine ouvrent de nouvelles opportunités pour transformer

et améliorer divers aspects de la biologie et de la méedecine [58].
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1. Matériel

1.1. Données biologiques : Les données utilisées pour ce travail sont 2 dataset de chez

I’espéce homosapiens, présentés dans le tableau 02.

Tableau 02. Les informations des données biologiques utilisées

Type de Base de Date Fichier Taille du Nombre des
dataset données d’extraction format fichier séquences
ARN non Rfam? 08/04/2023 FASTA 1265 Ko 6320
codants
ARN codant | RefSeg? 04/05/2023 FASTA 12107 Ko 7129
(ARNmM)
1.2. Configuration de la machine : Ses caractéristiques sont détaillées dans le tableau 03.

Tableau 03. Les caractéristiques de I’ordinateur utilisé

Ordinateur Caractéristiques
Processeur Intel(R) Celeron(R) CPU N2840 @
2.16GHz, 2159 MHz, 2 cceur(s), 2

processeur(s) logique(s)

Mémoire installée RAM

4,00 Go CPU N2840 @ 2.16GHz,

Stockage

HDD de 500 gb

Systéeme d’Exploitation

Windows 10 famille

Type de systeme

Systéme d’exploitation 64 bits

1.3.

bibliotheques utilisés pour réaliser le travail dans cette section :

Outils et bibliotheques informatiques : Nous décrivons briévement les outils et les

1.3.1. Environnement de travail : Le travail est réalisé en utilisant les outils présentés dans

le tableau 04.

! https://rfam.org/

2 https://www.ncbi.nlm.nih.gov/refseq/
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Tableau 04. Principaux outils utilisés

Outil Description

Python® 3.10 | Un langage de programmation open source, interprété et haut niveau,
concgu pour étre facile a lire et a écrire. 1l est utilisé dans les domaines de
la science des données et de I'analyse, ainsi que dans le développement
Web, I'automatisation systéme et la création de logiciels de bureau. Python
posséde une grande bibliotheque standard, ainsi que de nombreuses
bibliotheques tierces pour la manipulation de données, la visualisation,

I'apprentissage automatique, etc.

1.3.2. Bibliothéques python : afin d’effectuer ce travail, plusieurs bibliothéques python ont

été utilisées, les principales sont présentés dans le tableau 05.

Tableau 05. Les bibliotheques python utilisées

Bibliotheque Description

Pandas* Une bibliotheque open source de traitement et d'analyse de données pour
Python. Elle fournit des structures de données flexibles pour la
manipulation de données tabulaires et de séries temporelles. Les
principales structures de données de Pandas sont les objets Series et
DataFrame. Les objets Series sont des tableaux unidimensionnels de
données étiquetées, tandis que les objets DataFrame sont des tableaux
bidimensionnels de données étiquetées, similaires a des tableaux dans une
feuille de calcul. Pandas fournit également des outils pour importer et
exporter des données a partir de différents formats de fichier, ainsi que

pour nettoyer, transformer et manipuler des données.

Sklearn® Une bibliothéque open-source en Python spécialisée dans l'apprentissage
automatique (machine learning). Elle offre une vaste gamme d'algorithmes
d'apprentissage automatique, des outils de prétraitement des données et des

utilitaires pour évaluer et optimiser les modéles.

3 https://www.python.org/
4 https://pandas.pydata.org/
5 https://pypi.org/project/sklearn/
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Tensorflow®

Une bibliotheque open source de machine learning développée par Google.
Elle permet de construire et d'entrainer des réseaux de neurones profonds
pour une variété de taches, telles que la classification, la reconnaissance
d'images, la reconnaissance vocale, la traduction de langues, et bien
d'autres encore. TensorFlow fournit une API flexible pour la création de
modeles, ainsi qu'une interface graphique pour la visualisation des graphes
de calcul. Elle est également compatible avec les GPU pour accélérer les
calculs, et peut étre utilisée en conjonction avec d'autres bibliotheques de

Python, telles que NumPy et Pandas.

Numpy’

NumPy est une bibliothéque Python open-source largement utilisée pour
effectuer des calculs numériques et manipuler des tableaux
multidimensionnels de maniére efficace. Son nom est une abréviation de
"Numerical Python". NumPy fournit des structures de données puissantes,
des fonctions de manipulation de tableaux et des outils pour effectuer des

opérations mathématiques avancées.

Matplotlib®

Une bibliotheque populaire de visualisation de données en Python. Elle
permet de créer une grande variété de graphiques, de tracés et de
visualisations pour représenter visuellement des données sous forme de
graphiques en 2D et 3D. Matplotlib est une bibliotheque flexible et
puissante, largement utilisée dans les domaines scientifiques, de I'analyse
de données et de la visualisation.

6 https://www.tensorflow.org/

7 https://numpy.org/

8 https://matplotlib.org/
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2.

METHODES
Cette partie représente les méthodes utilisées afin de parvenir a la prédiction de la

classification des ARN codant/non codant.

2.1.Prétraitement des données

La phase de prétraitement des données consiste en plusieurs étapes visant a obtenir un

ensemble de données propre et prét a étre utilisé dans le modele d'apprentissage. Ces étapes

ont été appliquées aux deux ensembles de données d’ARN de maniere paralléle. VVoici une liste

générale des étapes qui ont été utilisées :

df

7124
7125
7126
7127
7128

2.1.1. Conversion des deux fichiers, au format FASTA, en fichiers CSV. La
conversion en format CSV permet une meilleure manipulation et une meilleure
visibilité des données.

2.1.2. Lecture des fichiers CSV en tant que dataframes Pandas contenant la

Description, les Séquences et la Taille. Voir les figures 07 et 08.

Description Ssequence Length
Icl|NM_001256071.3_cds_NP_001243000.2_1 [gens=_.. ATGGAGTGTCCTTCGTGCCAGCATGTCTCCAAGGAGGAAACCCCCA... 15624
IclINM_001252624.2_cds_NP_001239553.1_1 [gene=... ATGTACAACATGCGGCGATTAAGTCTTTCACCCACCTTTTCAATGG... 2898
Icl|NM_001243101.2_cds_NP_001230030.1_1 [gene=_.. ATGGATGTCTCTCTTTGCCCAGCCAAGTGTAGTTTCTGGCGGATTT.. 2454
IclINM_001199319.2_cds_NP_001186248.1_1 [gene=... ATGAAGAGCGATTCTTCGACCTCTGCAGCCCCCCTCAGGGGGCTCG... Tk

Icl|NM_001204504.3_cds_NP_001191433.1_1 [gene=... ATGGCAGGGGCCGGAGGCCAGCACCACCCTCCGGGCGCCGCTGGAG... 3495

Icl|NM_001244847.2_cds_NP_001231776.1_1 [gene=_.. ATGAAGATCCCGGTCCTTCCTGCCGTGGTGCTCCTCTCCCTCCTGG. . 258
IcliNM_001206426.2_cds_NP_001193355.1_1 [gene=... ATGGCAGGTCCAGAAAGTGATGCGCAATACCAGTTCACTGGTATTA... 17T
Icl|NM_001271680.2_cds_NP_001258609.1_1 [gene=_.. ATGTCTCTTCCAAGGCTAAAAGTAAACATCAGAACATATGATAATT... 207
Icl|NM_001205266.2_cds_NP_001192195.1_1 [gene=.. ATGAGGGTCTTGTATCTCCTCTTCTCGTTCCTCTTCATATTTCTGA. .. 195
Icl|NM_001242853.1_cds_NP_001229782.1_1 [gene=_.. ATGAGGGTCTTGTTTTTTGTCTTTGGAGTCCTTTCCTTGATGTCCA. . 213

7129 rows = 3 columns

Figure 07. Dataset d’ARNm sous forme d’un dataframe
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df

Description
0 RFO0001_AF095839_1_346-228 55_rRNA
1 RF00001_AY245018_1_1-119 55_rRNA
2 RF00001_X52048_1_2-120 55_rRNA
3 RFO0001_M28193 1 1-119 55 rRNA
4 RFD0001_X14816 1 860-978 55 rRNA

6315 RF02535_AFEY(01343643 1_18075-17945 IRES
6316 RF02535_AAPE02009951_1_24083-24245 IRES
6317 RF02535_ABQO011108623_1_28-199 IRES
6318 RF02535_AAPE02044716_1_11582-11441 IRES
6319 RF02535_AEYP01041083_1_4708-4575 IRES

6320 rows = 3 columns

Sequence Length

GCGTACGGCCATACTATGGGGAATACACCTGATCCCGTCCGATTTC...
GCTATCGGCCATACTAAGCCAAATGCACCGGATCCCTTCCGAACTC ..
TGCTACGATCATACCACTTAGAAAGCACCCGGTCCCATCAGACCCC...

AGTTACGGCCATACCTCAGAGAATATACCGTATCCCGTTCGATCTG...
ACCAACGGCCATACCACGTTGAAAGTACCCAGTCTCGTCAGATCCT...

ACTTCCAATGCAATGGCTGCAGTGAAGCTATAATTATAGCCTTGTA. .
ATTCCCAGTGCTGCACCGAGAGGACCTGTCTCCTGTGGACTGGAAG. .
AGTGCAACGGCTGCACCGAAGGCACAATCGTAGCCTTGTATTTCAC...
ATTCCCGCTGCTGCACAGAGAGGACCCGTGTCCCGTGGACTGGGAG. .
AGTCCCAATATTGCATCCAACAGGATTTGGAATTTCTAGAGAATTG...

Figure 08. Dataset d’ARNnc sous forme d’un dataframe

2.1.3. Filtrage

a) Le premier filtrage a été effectué en se basant sur la taille des séquences. Les séquences
dont la taille varie entre 100 et 800 nucléotides ont été conservees pour les ARN non
codants, tandis que les séquences des ARN messagers (ARNm) dont la taille varie entre

800 et 3000 nucléotides ont été conservées. Les plages de tailles ont été déterminées en

119
119
19
119
119

13
163
172
142
134

fonction de la plus petite et de la plus grande séquence. Voir les figures 09 et 10.
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filtered_df = pd.read_csv('//content/updated_mrRnA_dataset.csv')
filtered_df = filtered_df[filtered_df["Length'].between(z68, 3888)]
filtered_df.te_csv( 'mRNA_new_dataset.csv', index=False }

import pandas as pd
df = pd.read_csv{"mRNA_new_dataset.csv')

df
Description Sequence Length
0 lclNM_001252624.2_cds_NP_001239553.1_1 [gene=... ATGTACAACATGCGGCCATTAAGTCTTTCACCCACCTTTTCAATGE. . 2898
1 lcl|NM_001243101.2_cds_NP_001230030.1_1 [gene=_. ATGGATGTCTCTCTTITGCCCAGCCAAGTGTAGTTTCTGGLGGATTT... 2454
2 lcl|NM_001243795.2_cds_NP_001230724.1_1 [gene=_.. ATGACCAAGGCCCGGCTGTTCCGGLCTETGGCTEGTGCTEGGGEETCGE. .. 1245
3 lcl|NM_001243794.2_cds NP_001230723.1_1 [gene=_. ATGACCAAGGCCCGGCTGTTCCGGLTGTGGCTEGTGCTGGGETCGE. . 1245
4 IclMM_001198241.2_cds_NP_001186170.1_1 [gene=__. ATGGAGCCTTCATCTCTTGAGCTGCCGGCTGACACAGTGCAGCGCA... 1388
4374  lcl|MM_001257309.1_cds_NP_001244233.1_1 [gene=__. ATGGCAGACGGCTGTTGTCCTGGAAACACCACAGCCATTCCAGCTG. . 1026
4375 [cl|NM_001243116.2 _cds_NP_001230045.1_1 [gena=_. ATGGACCTGCAGAATGACCTAGBCCAGACAGCCCTGCACCTGGCAG. . 813
4376 Icl|NM_001256700.2_cds_NP_001243629.1_1 [gene=... ATCATGAATTCTGACCAGAAGGCAGTGAAATTCCTGGCAAATTTTT.. 996
4377 lel|MM_001270500.2_cds_NP_001257429.1_1 [gene=_.. ATGAGGGCCCTGGTGCTTCTGCTGTCCCTGTTCCTGCTGGGTGGCC. . 942
4378 lcl|NM_001271831.2_cds_NP_001255760.2_1 [gene=_.. ATGGATCCTGAGGTGACCTTGCTGCTGCABTGCCCTGGLGGGGEGCC. .. 813

4379 rows x 3 columns

Figure 09. Premier filtre ’ARNm

filtered_df = pd.read_csv('updated_ncRNA_dataset.csv')
filtered_df = filtered_df[filtered_df['Length'].between{lee, see)]
filtered_df.to_csv{'ncRMA_newdataset.csv', index=False )}

import pandas as pd

df = pd.read_csv({"ncRNA_newdataset.csv')

df
Description Sequence Length
0 RFO0001_AF095339_1_346-228 55_rRNA GCGTACGGCCATACTATGGGCGAATACACCTGATCCCGTCCGATTTG... 119
1 RFO0001_AY245015_1_1-119 5S_rRNA GCTATCGGCCATACTAAGCCAAATGCACCGGATCCCTTCCGAACTC. . 119
2 RFEOO001_X52045_1_2-120 55_rRNA TGCTACGATCATACCACTTAGAAAGCACCCEGETCCCATCAGACCCC . 119
3 RFO0001_M28193_1_1-119 55_rRNA AGTTACGGUCATACCTCAGAGAATATACCGTATCCOGTTCGATCTG . 119
4 RF00001_X14816_1_560-978 55_rRNA ACCAACGGCCATACCACGTTGAAAGTACCCAGTCTCGTCAGATCCT... 119
4710 RF02535_AFEY01343643_1_18075-17945 IRES ACTTCCAATGCAATGGCTGCAGTCAAGCTATAATTATAGCCTTGTA. . 131
4711 RF02535_AAPE0NZ2009531_1_24083-242451RES  ATTCCCAGTGCTGCACCGAGAGGACCTGTCTCCTGTGGACTGGAAG 1683
4712 RF02535_ABQO011108623_1_28-1991RES  AGTGCAACGGCTGCACCGAAGGCACAATCGTAGCCTTGTATTTCAG . 172
4713 RF02535_AAPE02044716_1_11582-11441IRES ATTCCCGCTGCTGCACAGAGAGGACCCGTETCCCGTGGACTGOGAG. . 142
4714 RF02535_AEYPO1041088_1_4708-4575 IRES AGTCCCAATATTGCATCCAACAGGATTTGRAATTTCTAGAGAATTG. . 134

4715 rows = 3 columns

Figure 10. Premier filtre d’ARNnc
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b) Le deuxieme filtrage a été réalisé pour supprimer les séquences contenant le caractere
"N", qui représente n'importe quel nucléotide et peut entrainer des erreurs dans les

résultats. Voir les figures 11 et 12.

df = pd.read_csv( 'mRNA_new_dataset.csv’)
df = df[~df[ Sequence’].str.contains("N")]
df.to_csv("no_N.csv', index=False)

df
Description Sequence Length
0 IcdNM_001252624.2 cds NP_001239553.1_1[gene=... ATGTACAACATGCGGCGATTAAGTCTTTCACCCACCTTTTCAATGG... 2898
1 IcNM_001243101.2_cds_NP_001230030.1_1 [gene=_.. ATGGATGTCTCTCTTTGCCCAGCCAAGTGTAGTTTCTGGCGGATTT. . 2454
2 IclINM_001243795.2_cds_NP_001230724.1_1 [gene=... ATGACCAAGGCCCGGCTGTTCCGGCTGTGGCTGGTGCTGGGETCGG... 1245
3 IdINM_001243794 2 _cds NP_001230723.1_1[gene=... ATGACCAAGGCCCGGCTGTTCCGGCTGTGGCTGGTGCTGGGGTCGG. . 1245
4 IcliNM_001199241 2_cds NP_001186170.1_1[gene=... ATGGAGCCTTCATCTCTTGAGCTGCCGGCTGACACAGTGCAGCGCA. . 1393
A374  Icdd|NM_001257309.1_cds_NP_001244238.1_1[gene=... ATGGCAGACGGCTGTTGTCCTGGAAACACCACAGCCATTCCAGCTG... 1026
4375 IclNM_001243116.2_cds_NP_001230045.1_1[gene=... ATGGACCTGCAGAATGACCTAGGCCAGACAGCCCTGCACCTGGCAG... 813
4376 IcNM_001256700.2_cds_NP_001243629.1_1 [gene=... ATGATGAATTCTGACCAGAAGGCAGTGAAATTCCTGGCAAATTTIT... 996
4377 IcINM_001270500.2_cds_NP_001257429.1_1 [gene=... ATGAGGGCCCTGGTGCTTICTGCTGTCCCTGTTCCTGCTGGGTGGCLE... 942
4378 IdINM_001271831.2_cds_NP_001258760.2_1[gene=... ATGGATCCTGAGGTGACCTTGCTGCTGCAGTGCCCTGGCGGGGGEE. . 813

4379 rows = 3 columns

Figure 11. Deuxiéme filtre de dataset d’ARNm

df = pd.read_csv('ncRNA newdataset.csv')
df = df[~df[ "Sequence’].str.contains('N")]
df.to_csv({"no_N 2.csv", index=False)

df
Description Sequence Length
0 RFO0001_AF095835 1_346-228 55 _rRNA GCGTACGGCCATACTATGGGGAATACACCTGATCCCGTCCGATTTC... 119
1 RF00001_AY245018_1_1-119 55_rRNA GCTATCGGCCATACTAAGCCAAATGCACCGGATCCCTTCCGAACTC... 118
2 RFO0001_X52048 1_2-120 55_rRNA TGCTACGATCATACCACTTAGAAAGCACCCGGTCCCATCAGACCCC... 118
3 RFO0001_M28193_1_1-119 55_rRNA AGTTACGGCCATACCTCAGAGAATATACCGTATCCCGTTCGATCTG... 118
4 RFO0001_X14816_1_860-978 55_rRNA ACCAACGGCCATACCACGTTGAAAGTACCCAGTCTCGTCAGATCCT... 119
4710 RF02535_AFEY01343643_1_18075-17945 IRES ACTTCCAATGCAATGGCTGCAGTGAAGCTATAATTATAGCCTTGTA... 131
4711 RF02535 AAPE02009951_1_24083-24245 IRES  ATTCCCAGTGCTGCACCGAGAGGACCTGTCTCCTGTGGACTGGAAG... 163
4712 RF02535_ABQO011108623_1_28-199IRES  AGTGCAACGGCTGCACCGAAGGCACAATCGTAGCCTTGTATTTCAC... 172
4713 RF02535 AAPE02044716_1_11582-11441IRES ATTCCCGCTGCTGCACAGAGAGGACCCGTGTCCCGTGGACTGGGAG. . 142
4714 RF02535_AEYP01041088_1_4708-4575 IRES AGTCCCAATATTGCATCCAACAGGATTTGGAATTTCTAGAGAATTG... 134

4617 rows = 3 columns

Figure 12. Deuxiéme filtre de dataset d’ARNNc
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c) Le troisieme filtrage a été effectué pour supprimer les séquences en double dans chaque
ensemble de données. Voir les figures 13 et 14.
df = pd.read_csv('no_N.csv")

df .drop_duplicates(subset="Sequence’, keep="first', inplace=Trus)
df.to_csv( ' filtred_mRna_data.csv', index=False)

df
Description Sequence Length
0 IclINM_001252624.2 cds_NP_001239553.1_1 [gene=... ATGTACAACATGCGGCGATTAAGTCTTTCACCCACCTTTTCAATGG. .. 2898
1 Icl|NM_001243101.2_cds_NP_001230030.1_1[gene=_.. ATGGATGTCTCTCTTTGCCCAGCCAAGTGTAGTTTCTGGCGGATTT... 2454
2 IcINM_001243795.2_cds_NP_001230724.1_1 [gene=... ATGACCAAGGCCCGGCTGTTCCGGCTGTGGCTGGTGCTGGGGTCGE. .. 1245
4 IclNM_0011959241.2_cds_NP_001186170.1_1[gene=... ATGGAGCCTTCATCTCTTGAGCTGCCGGCTGACACAGTGCAGCGCA . 1398
5  IclINM_001252078.2_cds_NP_001239007.1_1 [gene=... ATGGCGGAAGGCGGAGCGGCGGATCTGGACACCCAGCGGTCTGACA .. 2946
4372 IclINM_D01260509.2_cds_NP_0012474358.1_1 [gene=_.. ATGTCTGCACTCCGAAGGAAATTTGGGGACGATTATCAGGTAGTGA. .. 927
A374  IclNM_001257309.1_cds_NP_0012442381_1[gene=_.. ATGGCAGACGGCTGTTGTCCTGGAAACACCACAGCCATTCCAGCTG... 1026
4376 Icl|NM_D01256700.2_cds_NP_001243629.1_1 [gene=_.. ATGATGAATTCTGACCAGAAGGCAGTGAAATTCCTGGCAAATTTTT... 996
4377 IclINM_001270500.2_cds_NP_001257429.1_1 [gene=... ATGAGGGCCCTGGTGCTTCTGCTGTCCCTGTTCCTGCTGGGTGGCC. . 942
A378  IclNM_001271831.2_cds_NP_001258760.2_1[gene=_.. ATGGATCCTGAGGTGACCTTGCTGCTGCAGTGCCCTGGCGGGGGEC... 813

3008 rows = 3 columns
Figure 13. Troisiéme filtre de dataset d’ARNm

df = pd.read_csv('no_N_2.csv')
df.drop_duplicates(subset="5equence’, keep='first®, inplace=True)
df.to_csv( "filtred_ncRMA_dataset.csv’, index=False)

df
Description sequence Length
0 RFO0001_AF095839_1_346-228 55 _rRNA GCGTACGGCCATACTATGGGGAATACACCTGATCCCGTCCGATTTC... 119
1 RF00001_AY245018_1_1-119 55_rRNA GCTATCGGCCATACTAAGCCAAATGCACCGGATCCCTTCCGAACTC... 119
2 RF00001_X52048_1_2-120 55_rRNA TGCTACGATCATACCACTTAGAAAGCACCCGGTCCCATCAGACCCC... 119
3 RFO0001_M28193_1_1-119 55_rRNA AGTTACGGCCATACCTCAGAGAATATACCGTATCCCGTTCGATCTG... 119
4 RF00001_X14816_1_860-978 55_rRNA ACCAACGGCCATACCACGTTGAAAGTACCCAGTCTCGTCAGATCCT... 119
4612 RF02535 AFEY01343643_1_18075-17945 IRES ACTTCCAATGCAATGGCTGCAGTGAAGCTATAATTATAGCCTTGTA . 131
4613 RF02535_AAPED2009951_1_24083-24245IRES  ATTCCCAGTGCTGCACCGAGAGGACCTGTCTCCTGTGGACTGGAAG... 163
4614 RF02535 ABQO011108623_1_28-199IRES  AGTGCAACGGCTGCACCGAAGGCACAATCGTAGCCTTGTATTTCAC... 172
4615 RF02535_AAPED2044716_1_11582-11441 IRES ATTCCCGCTGCTGCACAGAGAGGACCCGTGTCCCGTGGACTGGGAG... 142
4616 RF02535_AEYP01041088_1_4708-4575 IRES AGTCCCAATATTGCATCCAACAGGATTTGGAATTTCTAGAGAATTG... 134

4617 rows = 3 columns

Figure 14. Troisiéme filtre de dataset d’ARNNc
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2.1.4. L’ajout de la colonne de type d’ARN dans chaque dataset, dans les figures 15
et 16.
df = pd.read_csv('filtred_mRna_data.csv')

df['RNA Type'] = "coding’
df.to_csv( ' updated_mRNA_dataset.csv', index=False)

df
Description Sequence Length RMNA Type
0 IclNM_001252624.2_cds_NP_001238353.1_1 [gene=.. ATGTACAACATECGECEATTAAGTCTTTCACCCACCTTTTCAATGE. ., 2898 coding
1 Icl|NM_001243101.2_cds NP_001230030.1_1 [gene=... ATGGATGTCTCTCTTTGCCCAGCCAAGTGTAGTTTCTGGCGGATTT... 2454 coding
2 Icl|NM_001243793.2_cds_NP_001230724.1_1 [gene=..  ATGACCAAGGCCCEGCTGTTCCGGCTGTGGCTGETEITEEEETIGS. 1245 coding
3 IcliNM_001199241.2_cds NP_001186170.1_1 [gene=..  ATGGAGCCTTCATCTCTTGAGCTECCGGCTGACACAGTGCAGCGCA.. 1398 coding
4 Icl|NM_001252078.2_cds_NP_001238007.1_1 [gene=.. ATGGCGGAAGGCGGAGLGGECGGATCTGEACACCCAGIGETCTGACA.. 2046 coding
3003  IcliNM_001260502.2_cds_NP_001247438.1_1 [gene=.. ATCTCTGCACTCCGAAGGAAATTTOGE GACCATTATCAGGETAGTGA.., 927 coding
3004 Icl|NM_001257309.1_cds NP_001244238.1 1 [gene=..  ATGGCAGACGGCTGTTGTCCTGGAAACACCACAGCCATTCCAGCTG. ., 1026 coding
3005  IclNM_001256700.2_cds_MNP_001243820.1_1 [gene=.. AT ATGAATTCTCACCAGAAGGLAGTEAAATTCCTGECAAATTTTT.. 996 coding
3006 Icl|NM_001270500.2_cds NP_001257429.1_1 [gene=.. ATGAGGGCCCTGGETGCTTCTGCTGTCCCTET TCCTGLTGGETEGCC.., 942 coding
3007 Icl|NM_001271831.2_cds NP_001258760.2_1 [gene=..  ATGGATCCTGAGGTGACCTTGCTGCTGCAGTGCCCTGGCGGEGGEGIL.., 813 coding

3008 rows = 4 columns

Figure 15. Dataframe d’ARNm dataset avec la colonne de type d’ARN

df = pd.read_csv('filtred_ncRNA_dataset.csw")
df["RN& Type']l = "non-coding'
df.to_csv('updated_ncRMA_data.csv', index=False)

df
Description Sequence Length RMA Type
0 RFO0001_AF093839_1_348-228 55 rRMA  GCGTACGGCCATACTATGGGGAATACACCTGATCCCETCCGATTTC.. 119 non-coding
1 RFO000T_AY245018_1_1-119 55 rRNA  GCTATCGGCCATACTAAGCCAAATGCACCGGATCCCTTCCGAALCTC.., 119 non-coding
2 RFOO001_X52048 1_2-120 55_rRNA  TGCTACGATCATACCACTTAGAAAGCACCCGGTCCCATCAGACCCC.. 119 non-ceding
3 RF00001_M28193_1_1-119 55_rRNA AGTTACGGCCATACCTCAGAGAATATACCGTATCCCGTTCGATCTG... 119 non-coding
4 RFO0001_X14816_1_860-9758 55_rRNA  ACCAACGGUCATACCACGTTGAAAGTACCCAGTCTCGTCAGATCCT... 119 non-coding
4612 RF02535_AFEY01343643_1_18073-17945 IRES ACTTCCAATGCAATE GCTGCAGTEAAGCTATAATTATAGCCTTETA.. 131 non-coding
4613 RF02535_AAPEQ2009951_1_24083-24245 IRES  ATTCCCAGTGCTGCACCGAGAGGACCTGTCTCCTGTGGACTGGAAG. ., 163 non-coding
4614 RFO2535_ABQCO11108623_1_28-199 IRES  AGTGCAACGGCTGCACCGAAGGCACAATCGTAGCCTTGTATTTCAL.. 172 non-ceding
4615 RF02535_AAPE02044716_1_11582-11441 IRES  ATTCCOGCTGCTGCACAGAGAGGACCCETGTCCOGTGGACTGGGAG. ., 142 non-coding
4616 RF02535_AEYPO1041088_1_4708-4575 IRES  AGTCCCAATATTGCATCCAACAGGATTTGGAATT TCTAGAGAATTG.., 134 non-coding

4817 rows = 4 columns

Figure 16. Dataframe d’ARNnc dataset avec la colonne de type d’ARN
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2.1.5. Fusion des deux ensembles de données, afin de les traités ensemble. Voir la

figure 17.

mRNA_df = pd.read_csv( 'updated_mRMNA_datas
ncRMNA_df = pd.read_csv('updated_ncRN

merged_df.to_csv('dataset.csv’, index=False)
merged_df
Description Sequence Length RNA Type
0 Icl|NM_001252624.2_cds_NP_001239553.1_1 [gene=... ATGTACAACATGCGGCGATTAAGTCTTTCACCCACCTTTTCAATGEG.. 2808 coding
1 Ic|NM_001243101.2_eds_NP_001230030.1_1 [gene=... ATGGATGTCTCTCTTTGCCCAGCCAAGTGTAGTTTCTGGCGEATTT.. 2454 coding
2 Ic|NM_001243795.2_cds_NP_001230724.1_1 [gene=..  ATGACCAAGGCCCGGCTGTTCCGECTETGGCTEETGCTEGGETCGESE. 1245 coding
3 Ic|NM_001199241.2_cds_NP_001186170.1_1 [gene=... 1398 coding
4 |c|NM_001252078.2_cds_NP_001239007.1_1 [gene=... 2045 coding
7620 RF0Z2535_AFEY(01343643_1_18075-17945 IRES ACTTCCAATGCAATGGCTECAGTEAAGCTATAATTATAGCCTTGTA. 131 non-coding
7621 RF02535_AAPEQ2009951_1_24083-24245 [RES  ATTCCCAGTGCTGCACCGAGAGGACCTETCTCCTETGGACTGGAAS.. 183 non-coding
7622 RF02535_ABQO011108623_1_28-199 IRES AGTGCAACGGCTGCACCGAAGGCACAATCETAGCCTTGTATTTCAL., 172 non-coding
7623 RF02535_AAPEO2044716_1_11582-11441 IRES  ATTCCCGCTGCTGCACAGAGAGGACCCGTGTCOCGTGEACTEGGAS. 142 non-coding
7624 RFO2535_AEYPO1041088_1_4708-4575 IRES AGTCCCAATATTGCATCCAACAGGATTTGGAATTTCTAGAGAATTG. 134 non-coding

7625 rows = 4 columns

Figure 17. La fusion des deux datasets utilisant de la fonction concat()

2.2. Apprentissage
Pour pouvoir utiliser les données dans le modéle d'apprentissage, il est nécessaire de les

transformer, car le modéle d'apprentissage ne prend pas en charge les chaines de caractéres.

Voici les transformations qui ont éteé effectuees :
2.2.1. One hot encoding

Une méthode de conversion des données pour les préparer a un algorithme et obtenir
une meilleure prédiction. Avec one hot encoding, nous convertissons chaque valeur
catégorielle en une nouvelle colonne catégorielle et attribuons une valeur binaire de 1 ou 0 a
ces colonnes. Chaque valeur entiere est représentée par un vecteur binaire. En utilisant one hot

encoder sur la colonne « RNA Type » le résultat est présenté dans le tableau 06.
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Tableau 06. Le résultat de one hot encoder

ARN codant ARN non-codant
ARN codant 1 0
ARN non-codant 0 1

2.2.2. Padding

Consiste a ajouter des zéros a nos chailnes de caractéres dans le but d’avoir des

séquences ayant toutes la méme taille.

- Pour homogénéiser la taille des séquences, le padding a été appliqué en ajoutant des
zéros aux séquences de longueur inférieure a 3000 nucléotides. Cela permet de les

aligner sur la taille desirée. Voir son utilisation dans la figure 18.

2.2.3. Tokenizer

Le tokenizer est un outil qui divise les textes en morceaux plus petits, tels que les mots
ou les caracteres individuels. 1l permet de transformer le texte en éléments distincts qui peuvent
étre utilisés pour I'analyse et le traitement des données textuelles. Voir son utilisation dans la

figure 18.
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sentences = np.array(df['Sequence’])

max_length = 3208
padding_type='same

tokenizer = Tokenizer{char_lewvel=True)
tokenizer.fit_on_texts(sentences)

word_index = tokenizer.word_index

X
X = sequence.pad sequences(X, maxlen=max_length)

tokenizer.texts to sequences(sentences)

word_index

o,
. BT 2,
s, C'i 3,
, "t 4,
s ' 5,
, 1:rl_l E’
, k' 7,
,» 'm'i 8,
., 8’1 8,
, w18,
, "h': 11}

Figure 18 : L’utilisation du padding et tokenizer
2.2.4. Construction du modele

Une fois les données préparées, nous procédons a la construction du modele de type
Sequential (figure 19). Le modéle est composé des couches suivantes :

1. Couche Embedding : Cette couche convertit chaque vecteur en une matrice en attribuant des
valeurs numériques a chaque élément du vecteur. Les options de cette couche incluent le
nombre de valeurs possibles pour chaque élément du vecteur, la taille de I'embedding et la taille

du vecteur.

2. Couche ConvlD : Il s'agit d'un réseau de neurones convolutionnel (CNN) composé de 8

filtres, avec un kernel de taille 3 unités et une fonction d'activation de type ReLU.

3. Couche MaxPoolinglD : Cette couche effectue un regroupement maximal en sélectionnant
les éléments les plus importants pour la classification. Elle produit une matrice contenant les

caractéristiques les plus significatives de la sortie de la couche CNN.
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4. Couche Flatten : Cette couche convertit la sortie de la couche MaxPoolinglD, qui est une

matrice, en un vecteur.

5. La couche Dense : Cette couche représente un réseau de neurones artificiel standard qui est

responsable de la prise de décision pour la prédiction.

Layer {type Output Shape
convld {ConviD) (Nocne, 3822, 4)
max_poolingld (MaxPoolinglD) (None, 182d, 4)
flatten (Flatten) (Mone, 42882)
denze (Dense) (None, 2)

Figure 19. Le modeéle utilisé

2.2.5. Répartition des données

La répartition des données est effectuée comme suit : 90% des données sont utilisées
pour l'apprentissage du modele, tandis que les 10% restants sont réservés aux tests.

Ces 10% de données de test sont ensuite divisés en deux parties égales : 50% sont
utilisés pour le test pendant la phase d'apprentissage du modéle, tandis que les 50% restants

sont réserves a I'évaluation du modéle une fois l'apprentissage terminé.
2.2.6. L’Apprentissage du modele

Pour lancer l'apprentissage, la fonction "fit" de TensorFlow est utilisée. Cette fonction

prend en compte les données d'apprentissage et de test, ainsi que le nombre d'epoch souhaité
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(une epoch correspond a un cycle d'apprentissage sur I'ensemble des données) que le modéle

doit parcourir pour terminer son entrainement.
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RESULTATS ET DISCUSSION
1. Résultats

1.1.Résultats du prétraitement
Plusieurs étapes ont éte réalisées lors du prétraitement des données afin de nettoyer le

dataset et de conserver uniquement les informations pertinentes pour l'apprentissage. Les
résultats obtenus a chaque étape sont les suivants :

- Le dataset initial comprenait un total de 7129 séquences d’ARN codants et 6320
séquences d’ARN non-codants chez 1’homosapiens.

- Aprés le prétraitement des séquences d’ARN (figure 20), nous avons obtenu un
ensemble de 7625 séquences d’ARN, 3008 séquences d’ARN codants et 4617

séquences d’ARN non-codants.

non-coding 4517
,coding I0BE
,Mame: RMA Type, dtype: inted

df.shape

(7625, 4)

Figure 20. Le nombre de séquences apres le prétraitement
1.2.Matrice de confusion
Une fois I'apprentissage terminé, le modeéle a été évalué pour Vérifier son efficacité en
utilisant une matrice de confusion. La matrice de confusion est un outil qui permet d'évaluer
les performances de classification d'un modele en comparant les prédictions du modele avec

les véritables étiquettes de classe.

La matrice de confusion obtenue pour notre modele est présentée dans la figure 21. Elle
affiche les prédictions du modéle pour les classes d'ARN codants et non codants, ainsi que les
véritables étiquettes de classe. Les éléments de la matrice sont comptés en fonction de la

correspondance entre les predictions du modele et les véritables étiquettes de classe.

Dans notre matrice de confusion, les colonnes représentent les classes prédites par le
modele, tandis que les lignes représentent les véritables classes d'/ARN. Les valeurs dans la
matrice indiquent le nombre d'instances appartenant a chaque combinaison de classe prédite et
véritable classe d'ARN.
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1.0

Confusion matrix

0.8

coding

True label

r0.4

non-coding -

r0.2

coding
non-coding

Predicted label

Figure 21. Matrice de confusion du modeéle

1.3.Précision (Accuracy)
Pour évaluer les performances de notre modele, nous avons calculé la précision

(Accuracy) sur les donnees d'entrainement et de test. La précision est une mesure
couramment utilisée pour évaluer la performance d'un modele de classification et elle
représente le pourcentage de prédictions correctes par rapport au nombre total

d'instances.

Dans notre étude, nous avons utilisé un dataset de 7625 séquences d'’ARN pour

entrainer et tester notre modele. Les résultats obtenus pour la précision sont les suivants

- Précision sur les données d'entrainement (train-acc) : 0.9998542698921598

- Précision sur les données de test (test-acc) : 0.9986893840104849
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2. Discussion

2.1.Discussion des résultats de I’apprentissage
-Précision sur les données d'entrainement (train-acc) : 0.9998542698921598. Cela signifie que

le modeéle a obtenu une précision élevée de pres de 99,99% lors de I'évaluation sur les données
d'entrainement. Cela suggére que le modéle a appris avec succés a reconnaitre les classes

d'ARN codants et non-codants dans I'ensemble d'entrainement.

- Précision sur les données de test (test-acc) : 0.9986893840104849. Cette mesure indique que
le modele a également obtenu une précision élevee de pres de 99,87% lors de I'évaluation sur
les données de test. Cela démontre que le modele généralise bien et est capable de prédire avec
précision les classes d’/ARN codants et non-codants sur de nouvelles données.

Ces résultats de précision élevée suggerent que I'approche de deep learning utilisée
dans notre étude est prometteuse pour l'identification des classes d’ARN codants et non-

codants.

Dans notre travail, nous avons utilisé un ensemble de 7625 séquences d'’ARN pour
développer un modéle prédictif visant a distinguer les ARN codants des ARN non-codants.
Notre modéle s'appuie sur un réseau neuronal artificiel spécialement concu pour cette tache.
Grace a ce modele, nous sommes en mesure d'identifier le type d’/ARN, qu'il s'agisse d'un ARN
codant pour une protéine ou d'un ARN non-codant.

L'importance de notre travail réside dans la prédiction du type d'’ARN, c'est-a-dire s'il
code ou non pour une protéine. Notre méthode a réussi a classer les ARN codants et non-
codants avec une précision et une exactitude de 99%. Ces résultats obtenus démontrent que

notre modele peut jouer un réle efficace dans la prédiction et la classification des ARN.

Plusieurs travaux de recherche ont été réalisés dans le domaine de l'identification des
classes d'/ARN codants et non codants en utilisant des approches basées sur l'apprentissage
profond. Ces travaux partagent l'objectif commun d'améliorer la compréhension des

mécanismes de régulation génétique en permettant une classification précise des ARN.

Dans une éetude similaire, les chercheurs ont utilisé un modéle de réseau de neurones
récurrents (RNN) pour la classification des ARN [59]. lls ont prétraité les données en utilisant
I'encodage one-hot et le padding, tout comme nous l'avons fait dans notre approche. Leur
modele a été entrainé sur un grand ensemble de données comprenant a la fois des ARN codants
et non codants, et ils ont obtenu des résultats prometteurs avec une précision de classification

élevée [59].
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Une autre étude a exploré I'utilisation de réseaux de neurones convolutionnels (CNN)
pour l'identification des classes d'/ARN [60]. Les chercheurs ont également utilisé I'encodage
one-hot et le padding pour prétraiter les données, et ils ont construit un modele CNN avec des
couches de convolution et de pooling. Leur modele a été entrainé sur un ensemble de données
contenant différentes classes d'ARN, et les résultats ont montré une précision élevée dans la

classification des ARN codants et non codants [60].

Il convient de noter que différentes approches de prétraitement des données et
d'architecture de modeles peuvent étre utilisées dans ces travaux similaires. Certains chercheurs
ont exploré I'utilisation de techniques avancées telles que les réseaux de neurones récurrents
bidirectionnels (Bi-RNN) ou les modeles d'apprentissage par transfert pour améliorer les

performances de classification [61].

De plus, certains travaux ont utilisé des ensembles de données plus vastes et plus

diversifiés pour évaluer la généralisation de leurs modeles [62].

Dans I'ensemble, ces travaux similaires confirment I'efficacité des approches basées sur
I'apprentissage profond pour l'identification des classes d'ARN codants et non codants. Ils
démontrent également I'importance des techniques de prétraitement des données et du choix
approprié de l'architecture du modele pour obtenir de bons résultats de classification. Des
études futures pourraient se concentrer sur la comparaison et I'évaluation approfondie de
différentes approches et architectures, ainsi que sur l'application de ces modéles a des

ensembles de données plus vastes et a des problémes de classification plus complexes.
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CONCLUSION

En conclusion, ce mémoire a présenté une approche basée sur I'apprentissage profond
(Deep Learning) pour l'identification des classes d’ARN codants et non codants. L'utilisation
d'un modele de réseau de neurones convolutionnels (CNN) combiné a des techniques de
prétraitement telles que I'encodage one-hot, le padding et le tokenizer s'est révélée efficace

pour la classification des ARN.

Les résultats obtenus ont démontré une précision élevée sur les données d'entrainement
et de test, ce qui indique la capacité du modéle a généraliser et a effectuer des prédictions
précises. Cela suggeére que I'approche proposée peut étre utilisée avec succes dans des études

plus larges et pour lI'analyse de grandes quantités de données d'ARN.

Il convient de souligner que les travaux similaires ont également exploré différentes
architectures de modeéles, prétraitement des données et ensembles de données pour
I'identification des classes d’ARN. Certaines études ont utilisé des réseaux de neurones
récurrents (RNN) ou des techniques avancées telles que les réseaux de neurones récurrents
bidirectionnels (Bi-RNN) pour améliorer les performances de classification. De plus,
I'utilisation d'ensembles de données vastes et diversifiés a été privilégiée pour évaluer la

généralisation des modeles.

En combinant les connaissances acquises a partir de ces travaux similaires, il est
possible d'améliorer davantage l'approche proposée en explorant de nouvelles architectures de
modeles, des techniques de prétraitement avancées et des ensembles de données plus vastes.
Cela pourrait contribuer a une meilleure compréhension des mécanismes de régulation

génétique et a l'identification précise des classes d’ARN codants et non codants.

En conclusion, l'utilisation de I'apprentissage profond pour l'identification des classes
d'’ARN offre une méthode prometteuse qui peut ouvrir de nouvelles perspectives dans la

recherche en biologie moléculaire et la compréhension des processus génétiques.
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Ce mémoire présente une approche basée sur l'apprentissage profond (Deep Learning) pour
I'identification des classes d'/ARN codants et non codants. L'ARN est une molécule essentielle dans la
biologie, et sa classification en ARN codants (ARNm) et ARN non codants est cruciale pour comprendre les
mécanismes de régulation génétique. Dans ce travail, nous avons utilisé deux ensembles de données : un
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les algorithmes d'apprentissage automatique, notamment en utilisant I'encodage one-hot, le padding et le
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