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RÉSUMÉ 

Le but de ce travail est de développer une approche DeepProt visant à simuler les phases 

du processus de la post-génomique à partir d’une séquence nucléique d’un séquençage NGS. 

Cette approche est basée sur deux axes de l’intelligence artificielle (IA) : le traitement 

automatique du langage naturel (NLP) et l’apprentissage profond (DL). Avec un apprentissage 

sur 43 familles et un taux de précision de 88% obtenus dans les tests effectués, les résultats ont 

montré l’efficacité de cette approche, notamment la phase de prédiction basée sur le NLP et le 

DL. Ces deux outils, combinés, ont donné un modèle d’une grande capacité à extraire les 

connaissances des données protéiques afin de prédire et classer celles-ci. Le modèle proposé 

apprend grâce à un entrainement intensif par exploitation des séquences protéiques. Ce travail a 

permis de mettre en évidence l'apport de cette approche à améliorer la précision de la 

classification des protéines.  

 

Mots clés : Assemblage ; Classification ; Prédiction ; Intelligence Artificiel ; NLP ; NGS. 
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ABSTRACT 

The Purpose of this work is to develop DeepProt approach aimed at simulating the phases 

of the post-genomics process from a nucleic acid sequence of an NGS sequencing. This approach 

is based on two axes of artificial intelligence (AI): natural language processing (NLP) and deep 

learning (DL). With a training on 43 families and an accuracy rate of 88% obtained in the tests 

carried out, the results showed the effectiveness of this approach, in particular the prediction 

phase based on the NLP and the DL. These two tools, combined, gave a model with a great 

capacity to extract knowledge from protein data in order to predict and classify them. The 

proposed model learns through intensive training by exploiting protein sequences. This work 

made it possible to highlight the contribution of this approach for improving the precision of 

protein classification. 

 

Key words : Assembly ; Classification ; Prediction ; Artificial intelligence ; NLP ; NGS. 
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 الملخص

لسل الحمض عملية ما بعد الجينوم من تسيهدف إلى محاكاة مراحل  DeepProt نهجمالهدف من هذا العمل هو تطوير 

والتعلم  لغة الطبيعيةالمعالجة التلقائية ل : الجيل القادم يعتمد هذا المنهج على محورين للذكاء الاصطناعي النووي لتسلسل

حيث  لتي أجريت،ا٪ تم الحصول عليه في الاختبارات 88عائلة ومعدل دقة  43من خلال التدريب على  العميق. التعلم العميق

عطت أعميق بحيث علم الأظهرت النتائج فعالية هذا المنهج، لا سيما مرحلة التنبؤ القائمة على البرمجة اللغوية العصبية والت

يتعلم  ا.ها وتصنيفهتنبؤ بهاتان الأداتان مجتمعتان نموذجًا ذا قدرة كبيرة على استخراج المعرفة من بيانات البروتين من أجل ال

ضوء على مساهمة هذا أتاح هذا العمل تسليط ال .ن خلال التدريب المكثف من خلال استغلال تسلسل البروتينالنموذج المقترح م

 .المنهج في تحسين دقة تصنيف البروتين

 

 الجيل القادم. ؛ تسلسل ؛ البرمجة اللغوية العصبية ؛ الذكاء الاصطناعي تنبؤال؛  ؛ التصنيف التجميع : مفتاحيةالكلمات ال
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INTRODUCTION 

 

Depuis l'avènement des techniques de séquençage, l’identification des séquences d’acide 

nucléique est devenue un outil essentiel dans le domaine de la biologie et plus précisément, 

depuis l’apparition des technologies de nouvelles générations de séquençage (NGS). Ces 

techniques capables de séquencer tout un génome en très peu de temps, ont fini par générer de 

grandes masses de données. La bioinformatique est au cœur de ces données : c’est le domaine 

offrant les différents outils et méthodes afin de traiter et d’interpréter ces données. Afin de 

modéliser les problèmes biologiques, la bioinformatique se base sur les mathématiques, les 

statistiques et l’informatique. 

L’un des problèmes traités par la bioinformatique est la classification des protéines, parfois 

séquencées in vitro, mais plus souvent traduites à partir des gènes nouvellement séquencés. Au 

début, la solution était simple, une simple comparaison avec les bases de données protéiques 

suffisait à déterminer la classe protéique par homologie. Mais vu la hausse de données, et 

l’acquisition consécutive de nouvelles molécules biologiques de différents organismes, les 

méthodes heuristiques traditionnelles tel que blast ont perdu en matière d’efficacité. Donc une 

évolution des méthodes de prédiction s’impose. Le but est d’initier de nouvelles approches visant 

à augmenter la rapidité des traitements et à améliorer la précision des prédictions. 

En parallèle, l'intelligence artificielle, un domaine établie dans les années 50, mais qui 

connait une nouvelle ère ces dernières années. Ce domaine donne lieu à de nombreux espoirs 

dans différents domaines, grâce à de nouveaux algorithmes, ainsi qu’à la multiplication des jeux 

de données et le décuplement des puissances de calcul. Les méthodes de l’intelligence 

artificielles telles que l’apprentissage automatique ou l’apprentissage profond, ont apporté de 

nouvelles solutions à différents problèmes de la biologie (Deitel et Deitel, 2018; Lee et al., 2017; 

Paladino et al., 2017; Wang et Wong, 2020; Zhavoronkov, 2018).  

Notre contribution consiste à proposer une nouvelle approche, dont l’intelligence 

artificielle est le pilier. Elle consiste à utiliser le traitement automatique du langage naturel avec 

l’apprentissage profond dans le but de classifier les protéines traduites à partir de gènes 

séquencées. 

Le manuscrit est organisé en quatre chapitres. Le premier concerne :  

- Le séquençage avec ses différentes étapes. 

- Les différentes technologies de séquençage à haut débit 
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- L’assemblage et la traduction 

- Les différentes classifications des protéines  

- Les méthodes de prédiction in silico. 

 Le deuxième chapitre aborde les différents outils de l’intelligence artificielle nécessaires à 

la compréhension de l’approche proposée, en commençant par les concepts généraux de 

l’apprentissage automatique, suivie par l’apprentissage profond et le traitement automatique du 

langage naturel. 

Le troisième chapitre représente la partie pratique de ce travail et consiste à implémenter 

les méthodes utilisées. 

Le quatrième chapitre est une discussion des résultats obtenus comparés aux travaux cités 

dans les productions scientifiques. 
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INTRODUCTION  

Le développement du séquençage était une révolution dans le domaine biologie, car il a 

permis pour la 1ère fois l’identification de la séquence nucléique. Peu de temps après c’était la 

naissance de la bioinformatique, la discipline qui va se charger d’analyser et traiter les données 

obtenues par le séquençage. Plusieurs années plus tard, de nouvelles technologies de 

séquençages voient le jour : les NGS. Ces technologies, beaucoup trop rapide, sont capables de 

séquencer un génome entier en peu de temps, mais jamais en une seule lecture.  

Entre la quantité énorme et la nature de données obtenues comme résultat du séquençage, 

plusieurs problèmes sont apparus : l’assemblage des petits fragments séquencés pour reconstituer 

le génome/chromosome d’une manière correcte, analyser ces séquences nucléiques, ou encore 

annoter les protéines traduites à partir des séquences des gènes. 

Depuis l’avènement du séquençage, plusieurs méthodes ont été découvertes et plusieurs 

technologies ont été développées. On peut classer ces découvertes et technologies en plusieurs 

générations : 

La 1ère génération, Marquée par la technique de Sanger est basée sur la synthèse d’un brin 

complémentaire. Elle utilise une amorce marquée radio-activement. Le séquençage est réalisé à 

l’aide de didésoxyribonucléotides (ddNTP) associés aux 4 types de nucléotides. Une fois 

incorporés dans le brin d’ADN, l’élongation est bloquée au niveau des nucléotides associés au 

didésoxyribonucléotide incorporé.  

Chacune de réactions produit un ensemble de fragments d’ADN de tailles différentes. Il 

faut ensuite procéder à une électrophorèse afin de séparer les fragments selon leurs tailles. Une 

ligne indépendante sur la plaque de gel de l’électrophorèse est utilisée pour chaque réaction. La 

lecture de la séquence se fait à partir des bandes sur la plaque de gel, qui révèlent les positions 

des différents nucléotides de la séquence, là où la ddNTP a été incorporé (Morisse, 2019). 

La 2ème génération est capable de traiter des milliers de séquences d’une taille qui varie de 

50 à 400 pb (Besser et al., 2018). Elle s’est distinguée de la première en matière de vitesse. 

L’année 2005 fut marquée par l’apparition du séquençage à haut débit et plusieurs technologies 

ont été développées : Illumina, Life Technologies et Roche… mais leurs principes sont presque 

les mêmes : 

– PCR par émulsion ou PCR par phase solide. 
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– Plusieurs cycles de « Wash & Scan », c’est-à-dire des nucléotides qui sont incorporés 

dans la chambre de réaction, lavage de la chambre puis capture d’image afin de 

déterminer les nucléotides incorporés (Metzker, 2010). 

Contrairement à la 2ème génération, la troisième génération s’est symbolisée par le 

séquençage d’une portion d’ADN (Morisse, 2019) et non la totalité du génome. Elle s’est 

distinguée par ses longs Reads, atteignant une taille de 1 à 100 kb (Besser et al., 2018). 

Les acteurs majeurs de cette génération sont : Pacific Biosciences et Oxford Nanopore 

Technologies : 

– Pacific Biosciences : leur technique repose sur une ADN polymérase fixée, un colorant 

fluorescent différent pour chaque type de nucléotides. A chaque fois qu’un nucléotide est 

incorporé, l’étiquette fluorescente est clivée, et le signal qu’elle renvoie est capté par un 

détecteur jusqu’à la fin de l’élongation (Rhoads et Au, 2015). 

– Oxford Nanopore : comme son nom l’indique cette technologie repose sur des nanopores, 

qui sont constitués de protéines, le fragment d’ADN traverse, provoquant une variation 

dans le courant ionique du nanopore. Chaque type de nucléotide provoque une variation 

différente, et donc c’est grâce à cette variation qu’on peut déterminer la séquence du 

fragment d’ADN (Kono et Arakawa, 2019). 
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1. ÉTAPES BIOINFORMATIQUES DE LA POST-GÉNOMIQUE 

Ce sont les parties fondamentales bioinformatiques qui succèdent à tout séquençage haut 

débit. En effet, l’on distingue : 

1.1. Fragmentation du génome 

Avant de procéder au séquençage il faut passer par une étape cruciale : la préparation des 

échantillons à séquencer (Ignatov et al., 2019), qui consiste à diviser le génome en petits 

fragments. Ce sont ces petits fragments à séquencer. Il existe deux méthodes principales de 

fragmentation (Kasoji et al., 2015) : 

1.1.1. Fragmentation mécanique 

Il s’agit d’une transmission focalisée d'énergie acoustique à haute fréquence et à courte 

longueur d'onde appliquée sur l'échantillon d'ADN. La taille des fragments générés varie de 150 

à 5000 pb selon l’intensité et la durée d’application des ondes acoustiques (Biolabs, 2017). 

1.1.2. Fragmentation enzymatique 

La fragmentation enzymatique consiste à utiliser des enzymes de restriction. Cette 

technique est souvent utilisée lors d’un séquençage ciblant une région précise. La taille de 

fragments varie selon les enzymes utilisées (Jenkins et al., 2002). 

1.2. Assemblage 

L'assemblage du génome est le processus bioinformatique visant à reconstruire un génome 

nouvellement séquencé, en utilisant les Reads des différents fragments de ce génome comme 

entré, et en se basant sur les chevauchements entre ces Reads (Kalyanaraman, 2011). Il existe 

principalement trois approches distinctes d’assemblage : Algorithme Greedy SCS, Overlap-

Layout-Consensus (OLC) et le Graphe de De Bruijn (Choudhuri, 2014). 

Dans un exemple d’utilisation de l’algorithme de Greedy SCS, on suppose la séquence 

suivante : AGATTATGGC. Lors de son séquençage, les Reads : AGAT, GATT, TTAT, TGGC 

sont obtenus. La figure suivante (Figure 1) résume le processus général d’assemblage. 
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Figure 1 : Exemple démonstratif de l’utilisation de l’algorithme Greedy SCS 

 

1.3. Traduction 

Pour avoir la séquence protéique in silico, il suffit de simuler le processus de traduction, en 

se basant sur le code génétique. Cette simulation de traduction fera le passage entre l’assemblage 

d’un gène et la prédiction de la classification de sa protéine. 

2. PRÉDICTION DE LA CLASSIFICATION D’UNE PROTÉINE 

C’est une étape post-génomique et bioinformatique importante pour la vérification des 

étapes initiales (Fragmentation, Assemblage et Traduction) qui auront suivi le séquençage haut 

débit. En effet la séquence primaire de la protéine obtenue après traduction va être annotée afin 

de déterminer sa structure tertiaire et sa fonction. Cette annotation est majoritairement 

dépendante de la structure fine de la protéine (structures 2D et 3D) et de sa fonction physio-

enzymatique. 

2.1. Généralités sur les protéines 

Les protéines sont des macromolécules essentielles du vivant. Elles peuvent comporter des 

milliers d’atomes et représentent la moitié du poids sec des cellules (Levinthal, 1966). Elles sont 

constituées de longues chaînes d'acides aminés reliées par des liaisons peptidiques (P.C et al., 

2006). La succession des résidus amino-acides constitue la structure primaire de la protéine. Les 

différentes interactions entre ces résidus permettent le repliement 2D de cette protéine. On 

distingue des repliements donnant des hélices formées par quelques résidus (une dizaine), des 
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feuillets (une dizaine) et des coudes (5 à 6 résidus). La conformation 3D est un repliement de la 

structure 2D sur elle-même. 

Les protéines assurent les fonctions nécessaires pour la vie des cellules. Ce sont les seules 

macromolécules biologiques qui possèdent ces fonctions multiples et variées, accumulées durant 

des millions d’années d’évolution (Tiwari, 2010) : 

– Catalyseurs qui maintiennent les processus métaboliques dans la cellule. 

– Récepteurs qui transmettent des informations entre le milieu extérieur et intérieur.  

– Élément structurel à l’intérieur et l’extérieur de la cellule. 

– Élément essentiel dans des processus tels que la réplication de l’ADN. 

– Élément important dans la réponse immunitaire coordonnée et organisée (anticorps et 

immunoglobulines) (Laroum, 2011).  

 

2.2. Classification des protéines 

Il existe plusieurs critères selon lesquelles se fait la classification. Les classifications les 

plus courantes se font suivant la structure de la protéine, ou suivant son rôle biologique. 

 

2.2.1. Suivant la structure 

Les protéines présentent différents niveaux de structure: 

– Structure primaire : correspond à la séquence en acides aminés de la protéine autrement 

dit à l’ordre de ces acides aminés le long de la chaîne polypeptidique. Elle est le résultat 

direct de la traduction de l’ARNm en séquence protéique (Rashid et al., 2015). 

– Structure secondaire : correspond à la conformation locale des peptides. Elle consiste à 

définir les repliements réguliers et répétitifs : hélices, feuillets, coudes et boucles.  Ces 

structures sont majoritairement dictées par les liaisons hydrogènes (Rashid et al., 2015). 

– Structure tertiaire : correspond au repliement de la chaîne polypeptidique en trois 

dimensions. Elle correspond également à la compaction et l’agencement stable dans 

l’espace des structures secondaires de la protéine (Breda et al., 2007). La structure 

tertiaire d’une protéine est maintenue par différentes forces de cohésion: 

– Les interactions covalentes comme les ponts disulfures entre les atomes de souffre 

des résidus cystéines  
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– Les interactions électrostatiques comme les liaisons ioniques (par exemple entre 

la chaine latérale de l'arginine et de l'aspartate) ou les interactions de type "liaison 

hydrogène" 

– Les interactions de van der Waals 

– Les interactions avec l'environnement de la protéine (solvant, ions, lipides, ...) 

– Structure quaternaire : est caractérisée par l’assemblage de plusieurs chaînes 

polypeptidiques possédant chacune sa propre structure tertiaire. Chaque monomère est 

appelé sous-unité et l'agencement tridimensionnel des sous-unités est stabilisé le plus 

souvent par le biais d'interactions non covalentes. On distingue plusieurs types de 

structures quaternaires (Breda et al., 2007) :  

– Une structure homodimérique quand les sous-unités sont identiques (Rashid et al., 

2015). 

– Une structure est hétérodimérique quand les sous-unités sont différentes (Rashid 

et al., 2015). 

La structure 3D divise les protéines en structure fibreuse et globulaire : 

– Protéines fibreuses ou scléroprotéines : Les chaînes polypeptidiques de ces protéines sont 

allongées et enroulées autour d'un axe sous une forme hélicoïdale. Ces protéines jouent 

un rôle structurel et constitutif, elles sont insolubles dans l'eau, et sont dotés d'une grande 

stabilité. Elles peuvent être extracellulaires, auront une fonction de protection comme elle 

peut être intracellulaire. Les principales protéines fibreuses connues sont la kératine 

(cheveux, ongles et poils), la fibroïne (la soie), l’élastine (la peau), le collagène (les 

tendons), la myosine et la tropomyosine (cellules musculaires) (Shen, 2019). 

– Protéines globulaires ou sphéroprotéines : sont des protéines contenant des nombres 

substantiels d'hélices α et de feuillets β pliés en une structure compacte sphérique ou 

globulaire, qui est stabilisée par des interactions polaires et non polaires. Le plus souvent, 

les chaînes latérales d'acides aminés hydrophobes sont enterrées, encapsulées de façon 

fermée, à l'intérieur d'une protéine globulaire, hors de contact avec l'eau. Les chaînes 

latérales d'acides aminés hydrophiles se trouvent à la surface des protéines globulaires 

exposées à l'eau. Par conséquent, les protéines globulaires sont généralement très 

solubles dans les solutions aqueuses (Shen, 2019). 

2.2.2. Suivant la fonction 

Les protéines peuvent assurer diverses fonctions au sein de la cellule ou de l'organisme tel 

que les protéines de structure, de défense, de transport, de stockage, de régulation, des protéines 
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motrices (Whisstock et Lesk, 2003), ainsi que la famille des enzymes dans laquelle on distingues 

six classes enzymatiques (Robinson, 2015) : 

1) Oxydoréductases  

2) Transférases  

3) Hydrolases  

4) Lyases 

5) Isomérases, synthétases  

6) Ligases  

 

2.3. Annotation des protéines et méthodes traditionnelles des études de fonctions 

Il existe plusieurs méthodes et techniques d'annotation in silico des protéines que les 

bioinformaticiens utilisent pour attribuer des rôles biologiques aux protéines. Les protéines et 

leurs fonctions sont prédites après l'analyse des données de séquençage génétique. Les 

prédictions nécessitent des méthodes de calculs de données à forte intensité. Ces méthodes 

distinguent deux types d’approches : des approches basées sur la séquence, et d’autres basées sur 

la structure, comme indiqué ci-dessous dans (la Figure 2). 

 

Figure 2 : Aperçu schématique des méthodes de prédiction de la fonction d’une protéine in 

silico (Sleator et Walsh, 2010) 
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2.3.1. Méthodes basées sur l’homologie 

Les protéines ayant des séquences similaires sont généralement homologues et peuvent 

avoir la même fonction biologique (Reeck et al., 1987). Ainsi, les protéines d'un génome 

nouvellement séquencé sont systématiquement annotées en utilisant des séquences protéiques 

similaires dans des génomes apparentés. Cependant, ils ne partagent pas toujours les mêmes 

fonctions (Whisstock et Lesk, 2003). 

Par exemple les protéines de levure Gal1 et Gal3 sont des paralogues (73% d'identité et 92% de 

similarité) et possèdent des fonctions très différentes (Platt et al., 2000) : 

 Gal1 étant une galactokinase. 

 Gal3 étant un promoteur (inducteur) de transcription. 

Certains outils utilisés dans cette méthode sont : 

- ClustalW2 : est un programme d'alignement de séquences multiples d'ADN ou de 

protéines à usage général pour trois séquences ou plus (“ClustalW2 EMBL-EBI,” 2020).  

- PSI-BLAST (Position-Specific Iterative Basic Local Alignment Search Tool): est une 

méthode de recherche de profil de séquence protéique qui s'appuie sur les alignements 

générés par une exécution du programme BLASTp (Altschul et al., 1997).  

- BLAST (Basic Local Alignment Search Tool): algorithme heuristique de comparaison de 

séquences de protéines ou d'ADN (Altschul et al., 1990). Une recherche BLAST compare 

une séquence requête aux séquences de la bases de données et récupère celles qui 

ressemblent à la séquence requête, au-dessus d'un certain seuil (Wiltgen, 2019). 

2.3.2. Méthodes basées sur les motifs 

Pfam (Protein Families Database) est l'une des bases de données de domaines protéiques 

les plus développées parmi ses pairs (Finn et al., 2010). Elle permet de découvrir des domaines 

connus dans les séquences de requêtes et de fournir des preuves de fonctions potentielles. Les 

domaines protéiques contiennent des motifs c’est-à-dire de courtes signatures connues qui sont 

associées à des fonctions particulières (Sleator et Walsh, 2010). Il existe d’autre bases de 

données dédiées à la recherche de motifs telle que PROSITE (Hulo et al., 2008), qui dispose de 

deux type de signatures pour identifier les régions conservé qui sont les patterns et les profiles 

protéiques (Sigrist et al., 2010). 
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Certains outils utilisés dans cette méthode sont : 

- Multiple Expression motifs for Motif Elicitation (MEME) est un outil pour découvrir des 

motifs dans un groupe de séquences d'ADN ou de protéines apparentées (Bailey, 2011). 

- Gapped local alignment of motifs (GLAM 2) est un outil pour découvrir des motifs 

espacés dans un groupe de séquences d'ADN ou de protéines (Frith et al., 2008). 

- Find Individual Motif Occurrences (FIMO) est un outil permettant de rechercher des 

instances de motifs dans une base de données de séquences (Grant et al., 2011). 

 

2.3.3. Méthodes basées sur la structure 3D 

Étant donné que la structure 3D des protéines est fréquemment mieux conservée que les 

séquences protéiques, la similitude structurelle est un bon indicateur d'une fonction similaire 

dans les protéines (Sleator et Walsh, 2010). En effet, la plupart des plis protéiques connus sont 

associés à une fonction ou à un milieu fonctionnel particulier (Todd et al., 2001). Du coup des 

programmes bioinformatiques d’analyse de structure 3D ont été créer dans le but de comparer 

une structure requête à une base de donnée de structures (Sleator et Walsh, 2010). 

Certains outils utilisés dans cette méthode sont : 

- Structurally Aligned Local Sites of Activity (SALSA) : est une nouvelle méthode de 

prédiction de la fonction protéique basée sur une correspondance structurelle locale au 

site catalytique ou de liaison prédit (Wang et al., 2013). 

- MODELLER est l'un des outils de calcul largement utilisés pour prédire les structures 3D 

des protéines à l'aide de la modélisation d'homologie (Webb et Sali, 2014). 

- MaxMod, PyMod et PRIMO sont d'autres méthodes / serveurs récents pour la 

modélisation d'homologie (Gromiha et al., 2019). 
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INTRODUCTION 

L’intelligence artificielle, abrégée IA, a toujours constitué une frontière, incessamment 

repoussée. L’IA est fondé autour d’un objectif ambitieux : comprendre comment fonctionne la 

cognition humaine et comment la reproduire afin de créer des processus cognitifs comparables à 

ceux de l’être humain. Ce domaine est extrêmement vaste, que ça soit en ce qui concerne les 

procédures techniques utilisées ou bien les disciplines convoquées tel que les mathématiques, 

l’informatique et les sciences cognitives. Les méthodes de l’IA sont très nombreuses et diverses 

mais elles ne sont pas nouvelles : beaucoup d’algorithmes utilisés aujourd’hui ont été développés 

il y a plusieurs dizaines d’années. 

La recherche en IA a donné lieu à des vrais succès et a nourri largement l’histoire des 

mathématiques et de l’informatique, beaucoup de disciplines ont d’ailleurs profité de cette 

avancée. 

Parallèlement, les outils de calcules qui était efficaces auparavant, se voient dépassé de 

jour en jour. Les outils biologiques n’ont pas échappé à cet avènement, y compris les méthodes 

traditionnelles de classifications de protéines. Ce qui nous amène à penser à de nouvelles 

approches, notamment des approches d’IA par apprentissage automatique. 

Ce chapitre comporte les concepts principaux nécessaires à la compréhension des 

techniques d’apprentissage, commençant par l’apprentissage automatique qui est la base, allant à 

l’apprentissage profond puis au traitement automatique du lagunage naturel. Ces 2 dernières 

techniques représentent la pierre angulaire de ce travail. 
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1. APPRENTISSAGE AUTOMATIQUE 

L'apprentissage automatique, ou Machine Learning en anglais, abrégé (ML) : est l'un des 

sous-domaines les plus prometteurs de l’IA. Le ML est un sujet vaste et complexe qui utilise une 

variété de techniques statistiques, probabilistes et d'optimisation et qui soulève de nombreux 

problèmes subtils (Cruz et Wishart, 2007). 

L’objectif du ML est de rendre la machine ou l’ordinateur capable d’apporter des solutions 

à des problèmes compliqués, en lui permettant d’apprendre des exemples passés représentés par 

une quantité astronomique de données, afin de détecter des modèles difficiles à discerner. Cela 

offre ainsi une possibilité d’analyser et de mettre en évidence les corrélations qui existent entre 

deux ou plusieurs situations données, et de prédire leurs différentes implications (Cruz et 

Wishart, 2007; “Machine learning definition,” 2016). 

1.1. Exemple de l’apprentissage automatique 

Il existe certaines tâches dont nous ne disposons pas d'algorithme efficace, par exemple, 

pour distinguer les spams des e-mails légitimes. Nous connaissons l'entrée qui est : un document 

de courrier électronique, qui dans le cas le plus simple est un fichier de caractères. Nous 

connaissons ce que doit être la sortie: une sortie “oui” indiquant que le message est du spam ou 

une sortie “non” indiquant qu’il ne l’est pas. Nous ignorons comment transformer l'entrée en 

sortie car ce qui peut être considéré comme du spam change dans le temps et d'un individu à 

l'autre. Tout simplement parce que nous manquons de connaissances, et par conséquent il faudra 

compenser en matière de données. Nous pouvons facilement compiler des milliers d'exemples de 

messages dont certains que nous savons être du spam. Notre objectif c'est d’apprendre ce qui 

constitue le spam de leur part. En d'autres termes, nous aimerions que l'ordinateur extrait 

automatiquement l'algorithme de cette tâche (Alpaydin, 2009). 

1.2. Processus de l’apprentissage automatique  

On peut diviser le processus du ML en deux phases distinctes : 

1.2.1. Phase d’apprentissage 

Dans cette phase, la machine doit construire un modèle, qui sera son système de 

raisonnement sans qu’on lui impose les règles de la création de ce modèle. Pour y arriver il faut 

fournir à la machine une masse d’exemples qu’elle va analyser afin qu’elle puisse comprendre la 

logique du modèle quelle doit intégrer et déterminer l’algorithme de transformation (“Quels sont 

les usages du Machine Learning (apprentissage automatique) ?,” 2019). 
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1.2.2. Phase de prédiction 

Une fois que le raisonnement et l’algorithme du problème en question intégré à la machine, 

le programme du ML acquiert la capacité de déterminer la finalité d’une situation donnée. Plus 

l’apprentissage de la machine est complet, plus les prédictions obtenues par cet outil seront 

précises (“Quels sont les usages du Machine Learning (apprentissage automatique) ?,” 2019). 

1.3. Différents champs d’applications de l’apprentissage automatique 

Le ML est actuellement très utilisé pour le BIG DATA dans différents domaines. La figure 

suivante (Figure 3) démontre donc les champs d’applications les plus courant du ML. 

 

Figure 3 : Différents champs d’applications du ML (“Applications of Machine Learning - 

Javatpoint,” 2018) 

1.4. Types d'apprentissage automatique 

Le ML dispose principalement de deux classes : le ML supervisé et le ML non supervisé 

(voir la Figure 4). La différence majeure entre les deux c’est que le premier fonctionne avec des 

données étiquetées et le second fonctionne avec des données non étiquetées. La figure suivante 
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représente une illustration des classes principales du ML, leurs types et quelques exemples de 

leurs applications. Seul l’apprentissage supervisé sera développé étant donné que c’est la classe 

utilisée dans notre travail. 

 

Figure 4 : Illustration des classes principales du ML, leurs types et leurs applications (“Types of 

Machine Learning Algorithms,” 2020) 

 

1.4.1. Apprentissage automatique supervisé 

Les algorithmes du ML supervisé sont entraînés à l'aide d’un ensemble d'exemples 

étiquetés. Chaque exemple est composé d’une ou de plusieurs entrées accompagnées par la sortie 

correcte correspondante. L'algorithme apprend en comparant ses propres sorties avec les sorties 

correctes pour trouver les erreurs. Il modifie ensuite le modèle en conséquence (Dey, 2016) 

grâce à des méthodes telles que la classification ou la régression qu’on va voir ensuite.  

Afin d’évaluer la précision du modèle, l’apprentissage supervisé prédit les valeurs de 

l'étiquette sur des données supplémentaires non étiquetées. Ce type d’apprentissage est 

couramment utilisé dans les applications où les données historiques prédisent des événements 

futurs probables (Ongsulee, 2017). 

Le ML supervisé se divise à son tour en deux types: la classification et la régression, mais 

seule la classification sera développée étant donné que c’est le type d’apprentissage utilisé dans 

notre travail. 
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1.4.2. Classification 

La classification est la tâche consistant à attribuer une classe à une donnée qu’on veut 

classer, par le biais d’un modèle dont le but est de rapprocher une fonction (f) des variables 

d’entrée (X) aux variables de sorties (Y), et c’est cette fonction qui prédit la classe d’une 

observation donnée. 

Les modèles de classification prédisent souvent une valeur continue comme la probabilité 

qu'un exemple donné appartienne à chaque classe de sortie. Une probabilité prédite peut-être 

convertie en valeur de classe en sélectionnant l'étiquette de classe qui a la probabilité la plus 

élevée. Il faut savoir aussi que (Bouguelia, 2015) :  

- Un problème de classification nécessite que les exemples soient classés dans une ou 

plusieurs classes. 

- Une classification peut avoir des variables d'entrée à valeur réelle ou discrète. 

- Un problème avec deux classes est souvent appelé un problème de classification binaire. 

- Un problème avec plus de deux classes est souvent appelé un problème de classification 

multi-classes. 

Afin d’y voir un peu plus clair nous allons revenir sur notre exemple d’e-mails à classifier 

entre spam et non spam (voir la Figure 5): 

 

Figure 5 : Ensemble d’e-mails classifiés pour un apprentissage supervisé (Géron, 2017) 

Un e-mail spécifique contenant du texte peut se voir attribuer les probabilités de 0,1 

comme étant « spam » et 0,9 comme « non spam ». Nous pouvons convertir ces probabilités en 

une étiquette de classe en sélectionnant l'étiquette « pas de spam » car elle a la probabilité prédite 

la plus élevée (Géron, 2017). 

Il existe de nombreuses façons pour estimer la compétence d’un modèle prédictif de 

classification, mais la plus courante est de calculer la précision de la classification. 
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La précision de la classification est le pourcentage d'exemples correctement classés parmi 

toutes les prédictions faites. 

Par exemple, si un modèle prédictif de classification faisait cinq prédictions et que trois d'entre 

elles étaient correctes et que deux d'entre elles étaient incorrectes, alors la précision de 

classification du modèle basée uniquement sur ces prédictions serait (Brownlee, 2017a): 

Précision = prédictions correctes / prédictions totales * 100 

Précision = 3/5 * 100 

Précision = 60% 

2. APPRENTISSAGE PROFOND 

La première chose à savoir est que l'apprentissage profond, ou Deep learning en anglais, 

abrégé (DL), c’est du ML. Plus précisément, le DL est considéré comme une évolution du ML 

(voir la figure 6). Il utilise un réseau neuronal programmable qui permet aux machines d’extraire 

par elles-mêmes les caractéristiques significatives à l’apprentissage, contrairement au ML qui 

repose sur le choix du data scientist afin de sélectionner les attributs de l’apprentissage (“La 

vraie différence entre Machine Learning & Deep Learning | Jedha Bootcamp,” 2020; Patterson et 

Gibson, 2017). 

 

Figure 6 : Relation entre l’IA, ML et DL (Patterson et Gibson, 2017) 
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Bien que les modèles du ML de base s'améliorent progressivement, quelle que soit leur 

fonction, ils ont encore besoin de conseils. Si un algorithme renvoie une prédiction inexacte, on 

se trouve contraint d’intervenir et d'effectuer des ajustements. Avec un modèle de DL, un 

algorithme peut déterminer seul si une prédiction est précise ou non via son propre réseau de 

neurones. 

Prenons l’exemple de la lampe de poche afin d’y voir plus clair: on peut la programmer 

pour s'allumer dès qu’elle reconnaît le signal sonore de quelqu'un prononçant le mot « sombre ». 

Au fur et à mesure que le programme continue à apprendre, il peut éventuellement s'allumer avec 

n'importe quelle phrase contenant ce mot. Maintenant, si la lampe de poche avait un modèle 

d'apprentissage en profondeur, elle pourrait comprendre qu'elle devrait s'allumer avec les signaux 

« Je ne peux pas voir » ou « l’interrupteur d'éclairage ne fonctionne pas », peut-être en tandem 

avec un capteur de lumière (Grossfeld, 2020). 

Un modèle d'apprentissage en profondeur est capable d'apprendre grâce à sa propre 

méthode de calcul, une technique imitant la façon dont le cerveau perçoit et comprend les 

informations, capturant ainsi implicitement les structures complexes de données à grande échelle 

donnant l'impression d'avoir son propre cerveau (Voulodimos et al., 2018). 

2.1. Réseau de neurones artificiels 

Un algorithme d'apprentissage de réseau de neurones artificiels, ou un réseau de neurones, 

est un système d'apprentissage qui utilise un réseau de fonctions pour comprendre et traduire une 

entrée de données d'une forme en une sortie souhaitée. Le concept de réseau neuronal artificiel a 

été inspiré par la biologie humaine (voir la Figure 7) et la façon dont les neurones du cerveau 

humain fonctionnent ensemble pour comprendre les apports des sens humains (Deitel et Deitel, 

2018). 

Les réseaux de neurones ne sont que l'un des nombreux outils et approches utilisés dans les 

algorithmes de DL. Le réseau neuronal lui-même peut être utilisé comme élément dans de 

nombreux algorithmes de DL pour traiter des entrées de données complexes dans un espace que 

les ordinateurs peuvent comprendre (Voulodimos et al., 2018). 

Les réseaux de neurones sont appliqués à de nombreux problèmes de la vie réelle 

aujourd'hui, notamment la reconnaissance de la parole et des images, le filtrage des courriers 

indésirables, la finance et le diagnostic médical…  
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Figure 7 : Comparaison d’un réseau de neurone artificiel avec un neurone biologique (Lee et al., 

2012) 

Selon la constitution et la fonction (voir Figure 8), trois éléments d'un modèle de neurone 

artificiel sont identifiés comme suit (Zhao, 2019) : 

2.1.1. Poids 

Pour un réseau neuronal biologique, deux neurones sont reliés par une synapse qui peut 

être entraînée par des activités. Pour un neurone artificiel, l'effet d'une synapse est incarné par le 

poids entre deux neurones. 

2.1.2. Fonction de combinaison 

Pour un neurone biologique, les signaux impulsionnels d'entrée sont additionnés et 

comparés au seuil. Pour un neurone artificiel, les entrées sont pondérées puis additionnées dans 

une fonction de combinaison. 
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2.1.3. Fonction d’activation 

Pour un neurone biologique, une fonction de seuil est utilisée pour déterminer si le neurone 

est activé ou non. Pour un neurone artificiel, le seuil ou d'autres fonctions non linéaires peuvent 

être utilisés comme fonctions d'activation. 

 

Figure 8 : Représentation d’un neurone artificiel (Zhao, 2019) 

Un modèle de neurone artificiel est représenté dans la figure, où x1, x2… xn sont des 

entrées, x0 est une entrée de biais. w0, w1, w2 … wn sont les poids correspondants aux entrées. 

La valeur de la fonction de combinaison (v) est calculée comme suit (Voir figure 9): 

 

Figure 9 : Équation de la fonction de combinaison (Zhao, 2019) 

Ensuite, la valeur de la fonction de combinaison (v) est introduite dans la fonction 

d'activation (φ (x)) (Voir figure 10), qui déterminera la sortie du neurone artificiel (y), exprimée 

comme : 

 

Figure 10 : Équation de la fonction d’activation (Zhao, 2019) 

Il existe plusieurs types de réseaux de neurones, le réseau utilisé dans ce travail est de type 

convolutif. 
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2.2. Réseau de neurones convolutif 

Le réseau de neurones convolutif, ou Convolutional Neural Network en anglais, abrégé 

CNN, a été conçu à l'origine pour effectuer un apprentissage pour les tâches de vision par 

ordinateur et s’est révélé très efficace. Il s'est avéré que cette approche fonctionne également 

bien pour le traitement automatique du langage naturel (“Using Convolutional Neural Networks 

for Sentence Classification,” 2020), qui sera développé dans la suite du travail. 

Il s’agit de l'un des types de réseaux de neurones artificiels les plus couramment utilisés. Il 

a une méthodologie similaire à celle des méthodes traditionnelles d'apprentissage supervisé : il 

reçoit des données en entrée, détecte les caractéristiques de chacune d'entre elles, qu’elles soient 

simples ou complexes, puis entraîne un classifieur dessus (Schmidhuber, 2015). 

Cependant, ces caractéristiques sont apprises automatiquement car le CNN réalise lui-

même l'extraction des caractéristiques pendant la phase d'entraînement, l'erreur de classification 

est minimisée afin d'optimiser les paramètres du classifieur et des caractéristiques.  

C’est l'extraction et la hiérarchisation automatiques des caractéristiques s'adaptant aux 

problèmes donnés, qui constituent la force du CNN. 

Le CNN se compose principalement de 4 couches : 

2.2.1. Couche de convolution 

Elle représente la composante principale du CNN, et constitue toujours au moins la 

première couche. Son rôle est de repérer les caractéristiques des données reçues en entrée. 

2.2.2. Couche de pooling 

Ce type de couche est souvent placé entre deux couches de convolution : elle reçoit en 

entrée les sorties de la couche de convolution, et applique à chacune d'entre elles l'opération de 

pooling, qui consiste à réduire la taille des données, tout en préservant leurs caractéristiques 

importantes. 

2.2.3. Couche de correction ReLU 

ReLU (Rectified Linear Units) désigne la fonction réelle non-linéaire définie par 

ReLU(x)=max(0,x). 

La couche de correction ReLU remplace donc toutes les valeurs négatives reçues en 

entrées par des zéros. Elle joue le rôle de fonction d'activation. 
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2.2.4. Couche fully-connected 

La couche fully-connected constitue toujours la dernière couche d'un réseau de neurones, 

convolutif ou non, elle n'est donc pas caractéristique d'un CNN. Ce type de couche reçoit un 

vecteur en entrée et produit un nouveau vecteur en sortie. Pour cela, elle applique une 

combinaison linéaire puis éventuellement une fonction d'activation aux valeurs reçues en entrée, 

et c’est à elle que revient le rôle de classifier les données en entrée du réseau. 

2.3. Processus de l’apprentissage profond 

Le processus du DL se divise en huit phases : 

2.3.1. Collection de données 

C’est la première étape du processus, elle consiste à récolter et assembler les données 

nécessaires pour le lancement du processus de DL selon l’objectif désiré. Généralement ces 

données se trouve dans un état brut, et donc elles sont inutilisables (“Collecte de données 

étiquetées - Amazon Machine Learning,” 2020). 

2.3.2. Préparation de données 

Une fois les données récoltées, place au prétraitement. Les données doivent être préparées, 

normalisées, dé-dupliquées et les erreurs et les biais doivent être supprimés. La visualisation des 

données peut être utilisée pour rechercher des modèles et des valeurs aberrantes pour voir si les 

bonnes données ont été collectées ou si des données sont manquantes (“Frameworks for 

Approaching the Machine Learning Process,” 2018). 

2.3.3. Choix du modèle 

Une fois que les données soient prêtes, il faudra choisir le bon modèle, car il existe un 

grand nombre de modèle, qui diffère les uns des autres selon le type d’apprentissage, le types de 

données qu’ils peuvent traiter, ou même selon le type de sorties ou les résultats désirés 

(Rijmenam, 2019). 

2.3.4. Entrainement du modèle 

L’entrainement du modèle est une étape cruciale, dont le rôle est d’utiliser les données afin 

d’améliorer progressivement la prédiction du modèle. L’entrainement ne s’applique pas sur 

toutes nos données, mais plutôt sur une portion uniquement, le reste des données est utilisé plus 

tard pour évaluer le modèle. Généralement on utilise 80% des données pour l’entrainement, et 

les 20% restantes pour l’évaluation (Deitel et Deitel, 2018; Rijmenam, 2019). 
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2.3.5. Évaluation du modèle 

Une fois l’entrainement achevé, il faudra évaluer l’efficacité de notre apprentissage, c’est-

à-dire l’appliquer sur les 20% de données non utilisée lors de l’entrainement (Brownlee, 2017b; 

Deitel et Deitel, 2018). 

2.3.6. Réglage des paramètres 

Après avoir évaluer le modèle, place aux tests des paramètres initiaux du modèle, c’est-à-

dire modifier ces encore et encore, et relancer les phases d’entrainement et d’évaluation dans le 

but d’améliorer la précision de la prédiction (Rijmenam, 2019). 

2.3.7. Enregistrement et chargement du modèle 

Une fois les réglages des paramètres du modèle terminé, et que le modèle soit prêt à être 

utilisé, il faudra l’enregistrer, afin de pouvoir le mettre en œuvre(“How to predict new samples 

with your Keras model?,” 2020).  

2.3.8. Prédiction 

Une fois que tout le processus est achevé, et que notre apprentissage atteint une précision 

satisfaisante, notre programme devient prêt à être enregistré et à faire de la prédiction sur de 

nouvelles données (Rijmenam, 2019). 

3. TRAITEMENT AUTOMATIQUE DU LANGAGE NATUREL 

Le traitement automatique du Langage Naturel, en anglais Natural Language Processing, 

abrégé (NLP), est une sous discipline de l’IA. C’est l’un des domaines de recherche les plus 

actifs en science des données actuellement. Il représente l’interaction entre les ordinateurs et les 

langues humaines (Machiraju et Modi, 2018). Son objectif est d’extraire des informations, voire 

une signification d’un contenu textuel (Fabien, 2019). 

Les techniques et approches modernes du NLP sont basées sur le ML et le DL étant donné 

qu’ils disposent de modèles et d'algorithmes efficaces en extraction de caractéristiques 

(Ayyappan, 2017; Graeme, 2017) 

3.1. Applications du traitement automatique du langage naturel  

Le traitement automatique du langage naturel dispose de plusieurs techniques, celle utilisée 

dans ce travail est la classification des textes. 
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3.1.1. Classification des textes 

La classification de texte est un processus de classification de morceaux de texte en 

différentes catégories. C'est l'une des tâches NLP les plus simples mais les plus largement 

utilisées. Par exemple, le filtrage anti-spam est un type de classification de texte. Il classe les e-

mails en deux catégories: spam ou non. C'est pourquoi on reçoit très peu de spams lorsque on 

utilise Gmail qui est un service de Google. 

3.1.2. Opinion mining/ analyse de sentiments 

L’opinion mining ou en anglais sentiment analysis, est un type particulier de classification 

de textes, sa particularité réside dans sa capacité à identifier automatiquement des informations 

subjectives, telles que des opinions, des émotions ou des sentiments dans le texte. L'une des 

tâches les plus élémentaires de l’opinion mining est la classification de la polarité, c'est-à-dire de 

classer si l'opinion exprimée est positive, négative ou neutre (Boullier et Lohard, 2012). 

Il existe bien évidemment beaucoup d’autres applications et tâches accomplie par le NLP 

telles que : la traduction automatique, la correction de l’orthographe et des erreurs grammaticale, 

la Génération automatique de textes (Soni et Thakur, 2018).  

3.1.3. Relation entre le traitement automatique du langage naturel et l’apprentissage 

profond 

La figure 11 ci-dessous montre graphiquement comment la NLP est liée au DL. 

 

Figure 11 : Relation entre DL, ML et NLP (Tayiz, 2020) 
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Le NLP, accompagnés par les modèles adéquats du ML et du DL, en imitant la réflexion 

humaine, permet de créer des systèmes intelligents, capables de comprendre l'intention derrière 

le texte d'un utilisateur et de leur fournir une réponse appropriée (Hagiwara, 2020). 

Les séquences protéiques sont représentées par des chaines de caractères ou chaque caractère 

représente un acide aminé. Les séquences protéiques ne sont donc qu’un simple texte d’un point 

de vue purement informatique, ce qui offre la possibilité de faire usage des techniques du NLP 

afin d’étudier les protéines. Par ailleurs ce travail est basé sur l’une des techniques du NLP qui 

est l’opinion mining. 
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1. MATÉRIEL  

1.1. Données biologiques 

Deux types de données ont été utilisés : séquences nucléiques utilisées pour la phase post-

génomique de la fragmentation, de l’assemblage et de la traduction, et des séquences protéiques 

pour la phase post-génomique prédictive. 

1.1.1. Données nucléiques 

La séquence du gène (Ribokinase A) à fragmenter a été téléchargée sur la banque de 

données GenBank sous format de fichier fasta. Le format fasta est utilisé pour stocker des 

séquences nucléiques ou protéiques. La séquence dans le fichier fasta a été utilisée par un code 

python afin de générer un fichier fastq. Voici l’exemple1 de la séquences fasta du gène 

(Ribokinase A) utilisé. 

 

Le fichier fastq a été utilisé pour l’assemblage. C’est le format le plus utilisé dans l’analyse 

des séquences nucléiques, et souvent c’est le format des fichiers de séquençage généré par les 

NGS (Voir le tableau 1). Le format fastq se compose de 4 lignes : 

- La 1ère ligne est l’en-tête de séquence et commence par un @ : a commercial, suivi des 

identifiants et de la description de la séquence. 

- La 2ème ligne représente le Read. 

- La 3ème ligne commence par un « + » contiens la suite de description de la séquence, mais 

se trouve souvent vide. 

- La 4ème ligne représente les scores de qualité de chaque nucléotide. 

                                                 
1 - https://bit.ly/33fdjEI 

>NC_007795.1:c260822-259908 Staphylococcus aureus subsp. aureus NCTC 8325 

chromosome, complete genome 

ATGACCAACAAAGTTGTTATTTTAGGTTCAACGAATGTCGATCAATTTTTAACAGTTGAAAGATATGCAC 

AACCAGGCGAAACATTACATGTTGAAGAAGCACAAAAAGCATTCGGCGGAGGTAAAGGTGCCAACCAGGC 

TATTGCCACTGCACGCATGCAAGCAGACACAACATTTATTACTAAAATTGGCACTGATGGCGTTGCTGAT 

TTCATCTTAGAAGATTTTAAAGTAGCTCATATTGATACATCATATATTATCAAAACAGCTGAAGCAAAAA 

CGGGCCAAGCCTTTATCACTGTGAATGCAGAAGGACAAAACACCATCTATGTTTATGGTGGTGCGAATAT 

GACGATGACACCTGAAGATGTTATTAACGCAAAAGACGCTATAATCAATGCAGACTTTGTCGTTGCACAA 

TTAGAAGTACCCATCCCGGCTATTATATCTGCATTTGAAATTGCCAAGGCACATGGTGTGACGACAGTAT 

TAAATCCTGCACCAGCGAAAGCATTACCTAATGAATTATTATCATTAATCGATATTATTGTGCCAAACGA 

AACAGAAGCCGAATTGTTATCTGGGATTAAAGTAACTAATGAACAATCTATGAAAGACAATGCCAATTAC 

TTTTTATCTATAGGCATTAAGACTGTTTTGATTACGCTAGGTAAGCAAGGTACATATTTTGCTACTAAAA 

ATCAAAGCCAACACATCGAAGCTTATAAAGTAAATGCGATTGATACAACTGCTGCAGGCGACACATTTAT 

TGGTGCATTTGTCAGTCGCTTAAACAAGTCGCAAGATAACTTAGCAGATGCTATTGATTTTGGTAATAAA 

GCGAGCTCACTCACTGTACAAAAACACGGCGCGCAAGCATCTATTCCTCTACTAGAAGAAGTAAATCAAG 

TTTAA 
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Tableau 1 : Données utilisées pour la phase post-génomique 

Données Caractéristiques 

Extension  - fasta 

- fastq 

Taille - NC_007795.1.fasta (1 Ko) 

- NC_007795.1.fastq (11 Ko) 

 

1.1.2. Données protéiques 

Les données utilisées ont été récupérées sur le site Kaggle2, qui est spécialisé dans les 

sciences des données et le DL. L’origine de ces données est la banque de données protéique PDB 

(Protein Data Bank). 

Ces données se présentent en deux fichiers CSV (Comma-separated values), et contiennent 

beaucoup d’attributs. Ceux qui ont été utilisées sont : l’entrée, la séquence protéique et la 

classification (Voir le tableau 02). 

 

pdb_data_no_dups.csv contient des métadonnées sur les protéines qui incluent des détails 

sur la classification des protéines, les méthodes d'extraction, etc. 

pdb_data_seq.csv contient 346 321 séquences de structure protéique, ainsi que d’autres 

molécules. 

Tableau 2 : Données utilisées pour l’apprentissage 

Données Caractéristiques 

Extension  Comma-separated values, connu par le sigle CSV 

Taille - pdb_data_no_dups.csv (26,03 Mo) 

- pdb_data_seq.csv (120,14 Mo) 

 

1.2. Configuration de la machine 

La machine utilisée est un simple ordinateur, dont les caractéristiques sont détaillées dans 

le tableau 3 : 

                                                 
2 - https://www.kaggle.com/ 
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Tableau 3 : Tableau représentant la configuration du matériel informatique utilisé lors de 

l’apprentissage 

Ordinateur Caractéristiques 

Processeur Intel i5-4670K @3.40GHz (4 Cores, 4 Threads) 

Mémoire installée RAM 8 Go DDR3 @ 2133Hz 

Stockage Western Digital Blue Desktop 1 To SATA 6Gb/s 64 Mo 

Système d'exploitation Windows 10 professionnel 

Type de système Système d’exploitation 64 bits 

Version du système 1903/ 18362.476 

 

1.3. Outils et bibliothèques 

1.1.1. Environnement de travail 

– Python 

Python est un langage de programmation open source créé par le programmeur Guido van 

Rossum en 1991. Il tire son nom de l’émission Monty Python’s Flying Circus. 

Il s’agit d’un langage de programmation interprété, qui ne nécessite donc pas d’être 

compilé pour fonctionner. Un programme interpréteur permet d’exécuter le code Python sur 

n’importe quel ordinateur. Ceci permet de voir rapidement les résultats d’un changement dans le 

code. En revanche, ceci rend ce langage plus lent qu’un langage compilé comme le C. 

En tant que langage de programmation de haut niveau, Python permet aux programmeurs 

de se focaliser sur ce qu’ils font plutôt que sur la façon dont ils le font. Ainsi, écrire des 

programmes en python prend moins de temps que dans un autre langage (“Welcome to 

Python.org,” 2020). 

– Anaconda 

Anaconda est une distribution adaptée pour Windows, Linux et MacOS qui est libre et 

open source des langages de programmation Python et R appliqué au développement 

d'applications dédiées à la science des données et au ML (traitement de données à grande 

échelle, analyse prédictive, calcul scientifique), qui vise à simplifier la gestion des paquets et de 

déploiement (“Anaconda Navigator — Anaconda documentation,” 2020).  

– Jupyter notebook 

Jupyter Notebook est une application Web open source qui permet de créer et de partager 

des documents contenant du code en direct, des équations, des visualisations et du texte narratif. 

Les utilisations comprennent: le nettoyage et la transformation des données, la simulation 
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numérique, la modélisation statistique, la visualisation des données, le ML et bien plus encore 

(“Project Jupyter,” 2020). 

1.1.2. Bibliothèques Python utilisées  

– Tkinter 

Le package tkinter (Tk) est l'interface graphique de Python standard de la boîte à outils Tk GUI. 

Ils sont disponibles sur la plupart des plates-formes Unix, ainsi que sur les systèmes Windows 

(“Tkinter,” 2020).  

– Biopython 

Biopython est le package de bioinformatique le plus grand et le plus populaire pour 

Python. Il contient un grand nombre de modules pour les différentes tâches bioinformatiques 

courantes, tel que les alignements d’ADN, d’ARN et de protéines, ou la recherche de motifs dans 

les séquences protéiques…(“Biopython,” 2020). 

– NumPy 

NumPy est un projet open source visant à permettre le calcul numérique avec Python. Il a 

été créé en 2005, en s'appuyant sur les premiers travaux des bibliothèques Numerical et 

Numarray. Il sera toujours 100% open source, gratuit pour tous. Il est développé à l'air libre sur 

GitHub, grâce au consensus de NumPy et de la communauté scientifique Python au sens large 

(“NumPy,” 2020). 

– Pandas 

Pandas est une bibliothèque écrite pour le langage de programmation Python permettant la 

manipulation et l'analyse des données. Elle propose en particulier des structures de données et 

des opérations de manipulation de tableaux numériques et de séries temporelles (“pandas - 

Python Data Analysis Library,” 2020).  

– Matplotlib 

Matplotlib est une bibliothèque du langage de programmation Python destinée à tracer et 

visualiser des données sous formes de graphiques. Elle peut être combinée avec les bibliothèques 

python de calcul scientifique NumPy et SciPy. Matplotlib est distribuée librement et 

gratuitement (“Matplotlib,” 2020). 

– Sklearn 

Sklearn est un module Python intégrant des algorithmes de ML classiques dans le monde 

très uni des packages scientifiques Python (numpy, scipy, matplotlib). Il vise à apporter des 

solutions simples et efficaces aux problèmes d'apprentissage, accessibles à tous et réutilisables 
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dans divers contextes : le ML en tant qu'outil polyvalent pour la science et l'ingénierie (“scikit-

learn: machine learning in Python,” 2020). 

Les fonctionnalités fournies par scikit-learn incluent : 

- Régression, y compris la régression linéaire et logistique 

- Classification, y compris K-Nearest Neighbours 

- Clustering, y compris K-Means et K-Means ++ 

- Prétraitement, y compris la normalisation Min-Max 

– TensorFlow 

TensorFlow est une plate-forme Open Source dédiée au ML et au DL. Elle propose un 

écosystème complet et flexible d'outils, de bibliothèques et de ressources communautaires 

permettant aux chercheurs d'avancer dans le domaine de l’IA, et aux développeurs de créer et de 

déployer facilement des applications qui exploitent cette technologie (“TensorFlow,” 2020). 

Le tableau suivant (Tableau 4) représente les différents outils et bibliothèques avec les versions 

utilisées pour notre travail. 

Tableau 4 : Caractéristiques des différents outils informatiques utilisés 

Outils / bibliothèques  Versions  

Biopython biopython 1.78 

Anaconda anaconda 3 -2020.07 

Jupyter Notebook jupyter 6.0.3 

Python python 3.7.5 

Tensorflow tensorflow 2.2.0 

Pandas pandas 1.0.5 

Numpy numpy 1.18.5 

Matplotlib matplotlib 3.2.2 

Sklearn scikit-learn 0.23.1 

Tkinter Tkinter 8.6 
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2. MÉTHODES  

Cette partie décrit les méthodes utilisées afin d’aboutir à l’objectif de l’approche. 

2.1. Description globale 

L’approche globale peut se diviser en deux phases distinctes : 

2.1.1. Phase post-génomique 

Le fichier fasta récupéré sur GenBank a été fragmenté par un code python, simulant la 

méthode de fragmentation. La méthode utilisée pour assembler un fichier fastq est l’algorithme 

Greedy SCS (Voir figure 12). Le fichier fastq doit être chargé et lu par l’implémentation de 

l’algorithme écrite en python. Seules les séquences nucléiques seront prises en considération par 

le programme d’assemblage. Le programme compare chaque Read avec tous les Reads du fichier 

fastq afin d’identifier les contigs par chevauchement. Puis il combine les fragments ayant les 

plus longs chevauchements, et ainsi de suite jusqu’à l’obtention de la séquence complète. 

Ensuite, la séquence nouvellement assemblée est traduite en séquence protéique pour 

prédire sa classification en utilisant l’approche mentionnée dans la phase 2 du travail. 

 

Figure 12 : Processus de l’approche DeepPred 
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2.1.2. Phase post-génomique prédictive 

Dans cette section, nous présentons l’approche globale, qui est présentée également dans la 

(Figure 13) : 

1) Prétraitement des données 

Les données utilisées ont été récupérées sur le site web Kaggle, sous forme de 2 fichiers 

csv. Les fichiers ont été fusionné selon l’entrée, pour avoir toutes les informations d’une entrée 

sur le même enregistrement. Ensuite les données ont été nettoyées en supprimant les 

enregistrements n’étant pas des protéines puis en supprimant que les entrées ayant la séquence 

protéique ou la classification manquante. 

2) Apprentissage 

Afin de pouvoir procéder à l’entrainement, les données doivent être transformé, c’est-à-

dire convertir les séquences protéiques et leurs classes en données numériques traitables par le 

réseau de neurones convolutif. Ensuite ces données sont divisées en deux échantillons, le 1er pour 

l’apprentissage et il représente 80 % de données, et le second pour l’évaluation du modèle et qui 

représente les 20% restantes. Ensuite, le modèle est créé, entrainé et évaluer, et on modifie à 

chaque fois les paramètres du modèle jusqu’à l’obtention d’un résultat satisfaisant. Une fois les 

paramètres optimaux du modèle trouvé, le modèle est enregistré. 

3) Prédiction 

Une fois le modèle enregistré, il suffit de le charger pour faire des prédictions des classes 

protéiques, y compris celle de la protéine traduite à partir du gène qu’on a assemblé. 
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Figure 13 : Processus de l’approche globale  

 

2.2. Description détaillée des méthodes 

L’approche proposé distingue deux phase, la 1ère phase post-génomique composé de 

fragmentation, d’assemblage et de traduction. La 2ème est la phase post-génomique prédictive. 

2.2.1. Phase post-génomique 

La phase post-génomique se compose des cinq étapes suivantes : 

1) Fragmentation d’une séquence nucléique 

Afin de simuler le processus de fragmentation, on récupère une séquence nucléique sur le 

banque de données GenBank. Le fichier étant sous format fasta. La fragmentation se fait par un 

script python (voir figure 14), générant un fichier fastq semblable à celui généré par les NGS. 
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Figure 14 : Code python effectuant la Fragmentation 

2) Chargement du fichier fastq 

Voici le script python permettant le chargement du fichier fastq (Voir figure 15) 

 

Figure 15 : Aperçu du code permettant l'ouverture du fichier fastq 
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3) Fonction Overlap  

Cette fonction va calculer la longueur du chevauchement entre deux séquences avec un 

minimum de longueur d’un caractère. La fonction Find de python sera utilisée. Overlap renvoie 

un 0 s’il n’y a pas de chevauchement, sinon elle renvoie la longueur du chevauchement maximal 

(Voir figure 16). 

 

Figure 16 : Aperçu du code de la fonction cherchant les tailles de chevauchements 

4) Fonction allOverlapPairs 

Cette fonction se charge de rassembler par paires les Reads ayant les plus longs 

chevauchements (Voir figure 17). 

 

Figure 17 : Aperçu du code de la fonction allOverlapPairs 
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5) Assemblage 

Voici le Script python (Voir figure 18) responsable de l’assemblage des Reads récupérés 

par la fonction allOverlapPairs, il assemble les Reads se chevauchant jusqu’à l’assemblage 

complet du gène. 

 

Figure 18 : Code python effectuant l’assemblage des Reads 

 

2.2.2. Phase post-génomique prédictive 

Cette phase distingue trois étapes principales : 

1) Prétraitement des données 

Pour que l’apprentissage puisse avoir lieu, il faut que les données soient correctement 

préparées.  

i. Chargement des bibliothèques python nécessaires 

Pour initier le travail, les commandes affichées dans la (Figure 19) importent les 

bibliothèques nécessaires.  

 

Figure 19 : Chargement des bibliothèques python nécessaires 
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ii. Chargement des données 

Le chargement des données consiste à ouvrir les fichiers contenant les données nécessaires 

au prétraitement, la fonction read_csv de la bibliothèque pandas permet ce chargement, comme 

mentionné dans la (Figure 20). 

 

Figure 20 : Chargement des données à partir des fichier CSV 

 

iii. Exploration et visualisations des données avec pandas 

Etant donné que les entrées nécessaires pour l’apprentissage doivent être des séquences 

protéiques, il faut procéder à un filtrage pour supprimer toute autres molécules, comme le montre 

le code dans la (Figure 21). 

 

Figure 21 : Filtrage et traitement des données chargées 

 

Seuls les attributs nécessaires à l’apprentissage dans chacun des deux fichiers doivent être 

chargés, les autres doivent être supprimés (Voir figure 22). 

 

Figure 22 : Sélection les attributs nécessaires à l’apprentissage 

 

Joindre les deux ensembles de données dans une seule DataFrame selon leurs ‘structureId’ 

qui représente l’entrée de chaque enregistrement. (Voir Figure 23) 

 

Figure 23 : Fusion des deux ensembles de données dans une seule DataFrame 
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Visualisation d’une partie des données afin de s’assurer du résultat de la fusion des deux 

ensembles de données (Voir figure 24). 

 

Figure 24 : Visualisation d’une partie des données après la fusion 

iv. Préparation des données  

L’apprentissage nécessite deux attributs uniquement : la séquence et sa classification. Par 

conséquent il faut procéder à la suppression des enregistrements avec des valeurs manquantes 

(voir figure 25). 

 

Figure 25 : Suppression des enregistrements contenant des valeurs manquantes 

 

Résultat : Le nombre de protéines qui ont une classification et une séquence est 346321. 

Ensuite, il faudra compter le nombre de protéines appartenant à chaque classification (Voir 

figure 26). 

 

Figure 26 : Calcul du nombre des classes protéiques 

La figure 27 représente le nombre de protéine des différentes classes protéiques. 
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Figure 27 : Nombres des protéines de chaque classe 

Les données sont filtrées pour ne garder que les classes ayant 1000 protéines ou plus, ce 

qui nous donne 43 familles (Voir figure 28). 

 

Figure 28 : Filtrage des enregistrements 

Le nombre final de protéines avec lesquelles se fera l’apprentissage est de 278866 

protéines. 

La figure 29 est une visualisation d’une partie échantillon des cinq premiers 

enregistrements afin de s’assurer des résultats du filtrage : 

 

Figure 29 : Visualisation d’une partie des données 

Visualisation de deux graphes : le 1er représente le nombre de séquences par famille, le 

second représente le nombre de séquences par rapport à leurs tailles (Voir les figures 30 et 31). 
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Figure 30 : Représentation graphique du nombre de séquences par famille 

 

Figure 31 : Représentation graphique du nombre des séquences par rapport à leurs tailles 
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2) Apprentissage 

Cette étape permet l’entrainement du modèle sur les données. 

i. Transformation des données 

Stockage des classes protéiques du DataFrame dans une matrice numpy afin de pouvoir les 

numériser et les préparer au processus du DL, en utilisant la fonction LabelBinarizer de la 

bibliothèque sklearn (Voir figure 32). 

 

Figure 32 : Transformation des classes en utilisant LabelBinarizer 

Stockage des séquences protéiques du DataFrame dans une matrice numpy (voir figure 33) 

afin de pouvoir les numériser et les préparer au processus du DL, en utilisant la fonction 

Tokenizer de la bibliothèque Tensorflow (Voir figure 34). 

 

Figure 33 : Stockage des données du DataFrame dans une matrice numpy 

 

Figure 34 : Transformation des séquences protéique en utilisant la fonction Tokenizer 

 

ii. Fractionnement des données pour l’apprentissage et l’évaluation 

Les données (278866 protéines) doivent être en deux parties, la 1ère représente 80% des 

données, servira à entraîner le modèle, et la 2nde représente les 20% restantes servira à tester le 

modèle et évaluer sa précision. 

La fonction train_test_split de la bibliothèque sklearn, est utilisée pour diviser les données 

correctement, et que les entrées des 2 parties soient prisent d’une façon aléatoire (Voir figure 

35). 

 

Figure 35 : Fractionnement des données via la fonction train_test_split 
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Le nombre de séquences protéiques qui serviront de données à l’apprentissage est 223093, 

et les 55773 des séquences restantes serviront à l’évaluation du modèle. 

iii. Création du modèle et du réseau des neurones convolutif 

Le modèle défini est un modèle TensorFlow Keras séquentiel tf.keras.Sequential. Il se 

compose d’une couche conv1D, dédié aux traitements des vecteurs et à l’extraction des 

caractéristiques, suivie d’une couche MaxPolling1D dont le but est de réduire la taille des 

caractéristiques apprises, les consolidant uniquement aux éléments les plus essentiels. Après les 

couches conv1D et MaxPooling1D, les caractéristiques apprises sont aplaties en un vecteur long 

et passent à travers une couche fully-connected avant la couche de sortie utilisée pour faire la 

prédiction. La couche fully-connected fournit idéalement un tampon entre les caractéristiques 

apprises et la sortie dans le but d'interpréter les caractéristiques apprises avant de faire une 

prédiction. La version Adam de la descente de gradient stochastique sera utilisée pour optimiser 

le réseau, et la fonction de perte Categorical_crossentropy sera utilisée étant donné que le 

problème traité est une classification multi-classes. (Voir figure 36) 

 

Le modèle se compose de six couches: 

 

Figure 36 : Création du modèle et d’un réseau de neurones convolutif 

 

Lors de la compilation, le modèle vérifiera que les options choisies sont compatibles les 

unes avec les autres. (Voir figure 37) 
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Figure 37 : Récapitulation du réseau de neurone convolutif (RNC) 

 

iv. Apprentissage et évaluation du modèle 

Le modèle peut désormais être instancié et entraîné. La fonction fit est utilisé pour lancer 

l’apprentissage. (Voir figure 38) 

 

Figure 38 : Utilisation de la fonction fit pour entrainer le modèle 

Et voilà l’entrainement débute: (Voir figure 39) 

 

Figure 39 : Premières itérations de l’apprentissage du modèle 

Une fois le modèle entraîné, et vu le code qu’on a utilisé il affichera, en plus des résultats 

de son entrainement, les résultats de son évaluation. 



MATÉRIEL & MÉTHODES 

44 

 

v. Enregistrement  

 Le modèle est enregistré via l’une des fonctions que TensorFlow fournit. (Voir figure 40) 

 

Figure 40 : Enregistrement du modèle 

 

vi. Visualisation des résultats 

Pour afficher les résultats, les 2 bibliothèques Matplotlib & sklearn.metrics ont été 

utilisées : 

– Matplotlib  

La fonction plt de matplotlib offre un bon affichage permettant de visualiser l’état 

d’avancement de l’apprentissage. Le code utilisé est dans la (figure 41). 

 

Figure 41 : Affichage des données de résultats avec Matplotlib 

L'affichage des résultats des données est dans le chapitre suivant : Résultats et discussion. 

– Sklearn 

Les fonctions confusion_matrix, accuracy_score et classification_report de sklearn 

couplées à plt de matplotlib offrent, un excellent outil pour visualiser les résultats d’évaluation 

d’un modèle de classification qui est la matrice de confusion (Voir figure 42 et figure 43). 
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– Importation des bibliothèques  

 

Figure 42 : Chargement des bibliothèques pour afficher la matrice de confusion 

– Visualisation de la matrice de confusion 

 

Figure 43 : Code d’affichage de la matrice de confusion 

3) Prédiction 

La prédiction représente l’étape ou le modèle devient fonctionnelle. 

i. Chargement du modèle 

Il est possible désormais de charger directement le modèle. La fonction load_model de 

tensorflow permet un chargement rapide du modèle (Voir figure 44). 
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Figure 44 : Affichage du modèle chargé 

ii. Prédiction en utilisant le modèle 

Le modèle est désormais prêt à être utilisé pour prédire les fonctions des protéines 

nouvellement séquencées (Voir figure 45). 

 

Figure 45 : Prédiction en utilisant le modèle 
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2.2.3. Création d’une interface graphique avec tkinter  

Pour faciliter l'utilisation du modèle de DeepProt, une interface graphique a été 

programmée avec tkinter (voir la figure 46). 

 

 

Figure 46 : Représentation  de l’interface graphique de DeepProt 
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RÉSULTATS 

Ce projet est divisé en deux étapes : la première partie consiste à l’implémentation de 

l'algorithme Greedy SCS afin d’assembler les Reads d’un gène puis traduire ce gène en une 

protéine. La seconde partie consiste à prédire la classification de la protéine traduite, et c’est 

dans cette partie que la contribution a été apportée. 

Résultats de la phase 01: Fragmentation, Assemblage et Traduction 

Dans cette étape, le résultat de fragmentation d’une séquence nucléique à partir d’un 

fichier fasta sera présenté (voir figure 47), ensuite le résultat d’assemblage du gène via le 

programme utilisant l'algorithme Greedy SCS sera présenté, suivi de sa traduction en protéine. 

La protéine traduite sera ensuite utilisée dans la seconde phase afin de prédire sa classification 

via le modèle de prédiction créé. 

Après l’exécution de l’algorithme implémenté, la séquence assemblée est affichée. (Voir figure 

47).

 

Figure 47 : Aperçu des fragments du fichier fastq et du gène assemblé 

Afin de s’assurer de la précision de l’algorithme, on procède à une comparaison avec une 

séquence fasta contenant le gène de référence qu’on a utilisé pour générer le fichier fastq. La 

comparaison se fait grâce à une fonction python qui applique l’algorithme Needleman et 

Wunsch. Le score de match utilisé est 1, étant donné la longueur des 2 séquences qui est de 915 

pb, le score calculé est maximal et par conséquent les 2 séquences sont identiques (Voir figure 

48). 
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Figure 48 : Code de l’alignement global qui vérifie le résultat de l’assemblage 

Après la vérification du résultat de l’assemblage par alignement global en utilisant le 

Bio.pairwise2 de biopython, la séquence nucléique est traduite en protéine (voir figure 49) 

 

Figure 49 : Code de la traduction du gène en protéine 

 

Résultats de la phase 02: Prédiction de la classification 

C’est cette phase qui représente la contribution apportée. Comme mentionné 

précédemment, une fois que le modèle termine la phase d’apprentissage, il faudra le tester sur un 

échantillon non étiqueté puis comparer les résultats avec les étiquettes qui conviennent à 

l’échantillon afin de s’assurer de son efficacité. 

Résultats de test 

Pour évaluer l'efficacité du modèle, il est primordial de calculer deux valeurs de précision: 

La premier est la précision de l'entraînement du modèle appliqué aux 80% de l'échantillon 

des protéines et la seconde est la précision de l'entraînement du modèle appliqués aux 20% de 

l'échantillon de protéines laissé pour la phase d’évaluation, afin d’évaluer le modèle de 

classification des protéines. 

Il faut noter que les taux de précision doivent être aussi élevé que possible.  

Après avoir effectué les tests, voici les résultats obtenus: 

 Train-acc = 0.9495454789952127   = 95% 

 Test-acc   = 0.8794241044214149   = 88% 
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Matrice de confusion 

Nous avons utilisé la matrice de confusion (qui est une matrice qui mesure la qualité d'un 

système de classification) pour évaluer la qualité de la sortie du classificateur sur l'ensemble des 

données protéique afin de faciliter la lecture des résultats des tests obtenus. La ligne diagonale 

représente le nombre de points auxquels la classification attendue des protéines correspond à la 

classification réelle, tandis que les éléments n’appartenant pas à la ligne sont les protéines qui 

sont mal classées par le classificateur (Voir figure 50). 

Plus les valeurs diagonales de la matrice de confusion sont élevées, mieux c'est, et cela 

prouve que la classification était efficace, indiquant de nombreuses prédictions correctes. 

 

Figure 50 : Matrice de confusion obtenue après les tests 
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Temps d'exécution 

Il est important de noter que dans tous les scores de performance qui ont été pris en compte 

dans le DL, en particulier en termes de temps et de résolution du modèle, seuls les temps 

d'exécution du noyau sont mesurés. Par conséquent, nous excluons le temps de chargement ou de 

compilation de ceux-ci ainsi que les transferts de mémoire.  

Dans les tableaux 5 et 6 suivants, nous montrerons les temps itératifs du modèle lors de son 

apprentissage: 

Tableau 5 : Durées des 15 premières répétitions de notre modèle pendant son apprentissage 

 

Tableau 6 : Durées des 15 dernières répétitions de notre modèle pendant son apprentissage 

 

À partir des deux tableaux, nous remarquons que le temps d’itération d'apprentissage de 

notre modèle sont très proches, car nous avons enregistré une moyenne de temps pour toutes les 

itérations: 818.7361 secondes, ce qui équivaut à 13 minutes et 38 secondes à titre approximatif 

pour chaque répétition. 

Le graphe suivant (Voir figure 51) montre le changement de temps enregistré pendant 

l'entraînement du modèle et montre également la corrélation linéaire entre chaque répétition. 

 

Figure 51 : Graphe montrant le temps de 30 itérations de notre modèle pendant l'entraînement 
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Enfin, on trace l'historique de la formation pour voir l'évolution, et pour comparer la 

formation et les prédictions de test. 

À la fin des 30 époques, nous avons une précision pour l'ensemble d'apprentissage 0.9452 

et 0.8794 pour l'ensemble d'essai. La perte de validation diminue à chaque époque, mais les 

résultats sont là (Voir les figure 52 et 53). 

 

 

Figure 52 : Précision pour le premier classificateur pendant 30 itérations   

 

Figure 53 : Perte pour le premier classificateur pendant 30 itérations 

 

La figure 54 ci-dessous représente un détail statistique démontrant l'efficacité des tests appliqués 

sur 43 familles de protéines. 
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Figure 54 : Résultats obtenus de l’évaluation du modèle 

 

On peut constater que le champ d'efficacité du test était confiné entre deux valeurs limites. 

La valeur limite minimale obtenue est égale à 64% et elle est liée à la famille des INHIBITEUR 

D'OXIDOREDUCTASE / OXIDOREDUCTASE et la valeur limite maximale est de 100%, qui 

est une valeur liée à la famille des PROTÉINES FLUORESCENTES. 
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Prédiction de la classification du gène assemblé et traduit : 

Une fois que le modèle d’apprentissage est prêt à l’emploi, il est utilisé afin de prédire la 

classification de la séquence protéique traduite à partir de la séquence nucléique assemblé (voir 

figure 55). 

 

Figure 55 : Résultat de la prédiction de la classification 

L’affichage des résultats représente les probabilités d’appartenance de la protéine aux 43 

familles. Uniquement les valeurs supérieures à zéro sont affichées. La plus grande probabilité est 

de 0,91. Notre modèle prédit donc que la Ribokinase A utilisée est une transférase. 
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Discussion 

Les fonctions biologiques des protéines sont très importantes, mais leurs études en 

laboratoire sont très coûteuses. Étant donné que la génération de données de protéines 

nouvellement séquencées est en augmentation considérable, les chercheurs de bioinformatiques 

ont eu recours à la prédiction automatique de leurs fonctions principalement à travers des 

méthodes de modélisation informatique.  

 

Les approches traditionnelles reposent sur des algorithmes d'alignement qui s'adaptent 

généralement au moins linéairement à la taille de la requête et de la base de données. Cette 

complexité temporelle n'est pas en mesure de suivre la taille actuelle et les taux de croissance 

exponentielle des bases de données actuelles sur les protéines. Par exemple les méthodes basées 

sur K-mer et le modèle de Markov caché par profil (pHMM). Toutefois ces méthodes restent 

limitées : 

- Les méthodes basées sur k-mer ne sont pas suffisamment précises pour attribuer des 

fonctions protéiques. 

- Le pHMM n'est pas assez rapide pour gérer un grand nombre de séquences de protéines 

issues de nombreux projets génomiques. 

 

Les méthodes classiques sont généralement déduites de méthodes bien motivées mais 

restent toujours heuristiques tel que l'outil de recherche d'alignement local de base BLAST qui 

recherche dans une base de données les protéines homologues d’une protéine de requête donnée, 

via un alignement de séquences multiples, et qui, par la suite affecte à une séquence protéique 

requête la fonction de la protéine la plus similaire dans sa base de données. 

 

Par conséquent, une méthode de prédiction de la fonction des protéines qui soit plus 

précise et plus rapide est nécessaire. 

- Les méthodes de DL, et en particulier les algorithmes auto-supervisés issus du NLP, sont 

des approches prometteuses dans ce sens. 

- Les méthodes sans alignement (alignment-free) tel que notre approche DeepPred, 

peuvent extraire des informations fonctionnelles directement de la séquence sans avoir 

besoin d'alignement multiple. 
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Le travail accompli et les résultats obtenus prouvent que le DL joue un rôle efficace dans 

les prédictions et les classifications, notamment dans la classification des protéines traduites in 

silico. Mais à une condition : le séquençage et l’assemblage doivent être convenablement 

réalisées. Car la séquence d’un gène est le substrat de l’annotation fonctionnelle. Ce travail 

propose une solution concrète afin de remédier au problème de l’annotation fonctionnelle, qui est 

l’un des problèmes majeurs de la bioinformatique. 

 

La prédiction a été faite sur les 43 plus grandes familles, contenant au moins 1000 

protéines quelles qu’elles soient (fonctionnelles, structurelles, ou membranaires ... etc.), le 

résultat obtenu par le modèle est 88% de précision, il existe quelques travaux voisins, avec 

différents avantages et différents inconvénients, une comparaison directe des résultats sera peu 

significatif étant donné la différence entre les approches et données utilisées, mais on considère 

tout de même ces travaux comme complémentaires les uns aux autres. 

 

La comparaison entre les différents travaux peut se faire selon différents critères (Voir le 

tableau 07) : 

 

Le 1er critère : la nature de données utilisées pour l’apprentissage et la prédiction: 

- DeepProt utilise comme entrée les séquences protéiques entières. Mais l’apprentissage se 

limite aux 43 plus grandes classes protéiques. 

- DeepFam utilise comme entrée les domaines protéiques. L’apprentissage se limites aux 

motifs, généré par le logiciel MEME à partir des donnés des bases de données : COG et 

GPCR 

- UDSMprot utilise comme entrée les séquences protéiques entières, mais l’apprentissage 

se limite aux enzymes uniquement. 

- DeepFunc utilise comme entrée les séquences protéiques entières. Mais se limite aux 

séquences ayant au maximum 1002 acides aminés. L’apprentissage s’est fait sur les 

données de SwissProt sauf que ces derniers ont été filtrés afin de supprimer toutes les 

séquences protéiques longues (supérieur à 1002), et toutes les protéines contenant des 

acides aminés considérés comme ambigus : B, O, J, U, X, et Z. 

 

Le 2ème critère : étendue de la prédiction 

- DeepProt est apte à prédire la classe de n’importe quelle protéine faisant partie des 43 

plus grandes familles protéiques. 
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- DeepFam est incapable de faire une prédiction de classification sans passer par l’outil 

d’extraction de motifs MEME. 

- UDSMprot est incapable de réaliser une prédiction d’une famille hormis les enzymes. 

- DeepFunc est incapable de réaliser une prédiction correcte si la séquence protéique 

contient l’un des acides aminés suivant : B, O, J, U, X, et Z. 

 

Le 3ème critère : l’indépendance à d’autres outils ou approches 

- DeepProt est totalement indépendant, ne nécessite aucun autre outil avant de procéder à 

la prédiction. 

- DeepFam doit passer impérativement par une extraction de motif par le logiciel MEME, 

donc il se repose sur un travail déjà accompli qui consiste à identifier la zone le plus 

significative d’une protéine qui n’est d’autre que le motif : l’élément influant sur la 

classification. 

- UDSMprot totalement indépendant, mais limité à 6 familles uniquement. 

- DeepFunc dépend des données fournit par le réseau d’interaction protéine-protéine au 

quelle il est connecté, sans ce réseau, il perd sa précision. 

 

Tableau 7 : Comparaison de DeepProt avec travaux voisins 

Critère 

 

Travail 

Nature de données de l’apprentissage et de 

la prédiction 

Indépendance de 

l’apprentissage et la 

prédiction 

Etendue de la 

prédiction 

DeepFam Motifs protéiques uniquement Dépendant du logiciel 

MEME qui extrait les 

motifs 

Toutes les 

familles 

UDSMprot Séquences protéiques entières Totalement indépendant Enzymes 

uniquement 

DeepFunc Longues séquences exclues, Protéines 

ayant les acides aminés suivant : (B, O, J, 

U, X, et Z) sont exclues. 

Réseau d’interaction 

protéine-protéine 

Toutes les 

familles 

DeepProt 

(notre 

approche) 

Séquences protéiques entières Totalement indépendant 43 plus grandes 

familles 
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CONCLUSION 
 

L’apparition des techniques de séquençage à haut débit a représenté un vrai défi pour les 

différentes disciplines en rapport avec le séquençage. Que ça soit en matière de traitement ou 

d’interprétation, la bioinfomatique demeure la discipline la plus concernée par cet avènement. 

L’un des défis rencontrés est l’annotation des gènes, que ce travail prend partiellement en 

charge, à commencer par l’assemblage d’un gène nouvellement séquencé, puis le traduire en 

séquence protéique pour finir par prédire sa classification. 

L’approche abordée par ce travail consiste à assembler un gène nouvellement séquencé à 

partir d’un fichier fastq généré par un programme, mais qui est présumé simuler le rôle d’un vrai 

fichier généré par un appareil de séquençage à haut débit. Le gène assemblé par 

l’implémentation de l’algorithme Greedy SCS a été traduit en protéine par une fonction 

biopython, qui à son tour été utilisée par un modèle de prédiction basé sur le PNL et sur le DL, 

afin de prédire sa classification. 

Le modèle de prédiction représente la partie majeure de la contribution. Néanmoins, 

malgré l’efficacité et la précision prouvées par tout le processus depuis l’assemblage à la 

prédiction, ce travail modeste demeure incomplet, et mérite des recherches plus approfondie. 

Ainsi, les perspectives futures sont : 

- Faire usage des techniques d’IA pour développer un modèle de correction des Reads 

d’assemblage génomique. 

- Utilisation d’un HPC qui permettra d’exploiter de nouvelles options, de réduire les temps 

de calculs. 

- Faire l’apprentissage sur de plus grandes base de données. 

- Permettre au modèle de réaliser un apprentissage sur un plus grand nombre de familles.
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